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Resumen

El tomate es un cultivo de gran importancia a nivel global, no solo debido a que es un
constituyente de la dieta basica de millones de personas, y con un alto valor nutricional, sino
también por ser uno de los principales productos de agroexportacion del mundo, siendo
actualmente la fruta mdas consumida alrededor del planeta.

Como ocurre con todos los cultivos, las plantaciones de tomate pueden verse afectadas por
distintas plagas o enfermedades, trayendo como consecuencia una reduccion en la
produccién. Con el fin de evitar esto, es necesaria una rapida y correcta identificaciéon de
plagas en los cultivos, para posteriormente tomar acciones de control sobre estas.
Lamentablemente, a nivel global puede observarse que la identificacién de plagas y
enfermedades suele realizarse mediante una inspeccion visual llevada a cabo por personas

expertas, lo cual demanda mucho tiempo y recursos.

En el presente trabajo de investigacion se busca desarrollar una alternativa para la deteccién
y clasificacion efectiva de enfermedades en el tomate. Dado que las enfermedades en una
planta suelen manifestarse con cambios visuales en las hojas, se ha desarrollado un algoritmo
clasificador basado en Maquinas de Soporte Vectorial (SVM) que clasifique las imagenes de
hojas de tomate usando algoritmos dos SVM binarios secuenciales. Adicionalmente, se ha
desarrollado otro algoritmo clasificador SVM multiclase, y de esta manera poder comparar y
definir el mejor método para este caso.

La metodologia propuesta se desarrolla en multiples etapas. En primer lugar, se obtuvo un
dataset de imagenes de hojas de tomate; a continuacion, estas imagenes son procesadas y
sus principales caracteristicas de color y textura son extraidas. Luego de la extraccion de
caracteristicas, el 80% del dataset es utilizado para el entrenamiento del respectivo modelo
SVM, mientras que, el restante 20% es usado para probar el modelo y obtener las matrices de
confusion y algunas métricas para evaluar su desempeiio.

En el primer programa clasificador se ha realizado una clasificaciéon en dos etapas, utilizando
un SVM binario en secuencia. La primera etapa clasifica a las hojas en sanas o enfermas, con
este modelo se obtuvo una precision de 99.3%. La segunda etapa clasifica a las hojas enfermas
en alguna de dos enfermedades: Tizon tardio y Marchitamiento bacteriano; con este modelo
se obtuvo una precision 97.2% en promedio. Por otro lado, en el segundo programa



clasificador se ha utilizado un Unico modelo SVM multiclase (uno contra todos), con el que se
obtuvo una precisién promedio de las clases de 95%.
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Introduccion

El tomate es la hortaliza que mas se siembra, consume en el mundo, y el que mayor
valor econdmico posee. Es cultivada en mas de 100 paises, entre los que se destacan China,
Estados Unidos e India. Esto se debe a la gran versatilidad de consumo de esta fruta, ya que
puede ser destinada tanto al consumo fresco, como también puede ser destinada a las
industrias para elaboracion de pasta concentrada, salsas y tomate pelado, rebanado vy
deshidratado. [1]

Sin embargo, como cualquier otro cultivo, el tomate se puede ver amenazado por
diversos factores, tales como plagas, hongos, bacterias o virus que causan enfermedades en
los cultivos. Cuando una plantacion de tomate es afectada por alguna de estas plagas o
enfermedades, la produccion generalmente se ve afectada negativamente, tanto en
rendimiento como en calidad. Por esta razon, se considera necesaria la implementacién de
metodologias para el control de plagas.

El control de plagas y enfermedades para cualquier cultivo comienza con conocerlas e
identificarlas correctamente dentro del gran de niumero de enfermedades posibles. En la
actualidad, este proceso de reconocimiento de enfermedades o plagas en plantas se suele
realizar por simple inspeccién visual, dado que, cada enfermedad o plaga suele presentar
sintomas caracteristicos que afectan la apariencia del fruto, tallo u hojas. Sin embargo, este
proceso suele tomar mucho tiempo y es susceptible a errores, por lo que, desde los ultimos
afios, con el desarrollo de algoritmos de aprendizaje automatico, se han desarrollado
multiples alternativas para automatizar el reconocimiento y la clasificacion de enfermedades,
basadas en imagenes.

Las ventajas que ofrecen los algoritmos para la clasificacidon de enfermedades o plagas
son diversas. En primer lugar, estos algoritmos son faciles de implementar, puesto que,
Unicamente se necesita una imagen de la planta enferma para que el algoritmo la evalue,
permitiendo ahorrar tiempo en la etapa de reconocimiento de la enfermedad. Ademas, si se
han desarrollado de manera correcta y se cuenta con una base de imdagenes Util, la precision
en la clasificacidon de estos algoritmos puede llegar a ser muy alta, superando el método de
reconocimiento por inspeccién visual.

Existen diferentes alternativas para desarrollar algoritmos de clasificaciéon de

imagenes. En este trabajo especifico, se utilizard un algoritmo tipo Support Vector Machine
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(SVM) o Maquina de Soporte Vectorial, que pertenece a la categoria de algoritmos de Machine
Learning. En la actualidad, los SVM son unos de los algoritmos mas usados para temas de
clasificacion, ya sea en dos o mas clases (SVM multiclase).

Para que el algoritmo cumpla su funcién de clasificar cualquier imagen que se le
ingrese, previamente debe haber obtenido informacién de un conjunto de datos o data, en
nuestro caso especifico, la data debe provenir de imagenes de hojas de tomate ya clasificadas,
es decir, hojas sanas y hojas con enfermedades o plagas. De estas imdagenes el algoritmo
extraera informacion relevante y aprenderd a clasificar imagenes nuevas. Sin embargo, es
importante notar que, para que la clasificacidon que realice el SVM en nuevas imagenes sea
precisa, la data usada por nuestro algoritmo debe ser suficiente y (til, por lo que, las tareas
de recoleccidn y preprocesamiento de la data es muy importante.

Después de una exhaustiva investigacion, se ha decidido organizar el contenido de este
trabajo en los siguientes capitulos. El primero corresponde a un estudio preliminar sobre el
tema del proyecto, se realiza una descripcidn del problema de las plagas y enfermedades que
afectan al tomate y una justificacion para el desarrollo de nuestro algoritmos clasificador;
ademas, se plantean los objetivos generales y especificos del trabajos, asi como, sus
limitaciones; finalmente, se realiza una descripcion detallada del estado del arte, es decir, una
revisidon de los mas recientes avances y propuestas actuales sobre nuestro tema del proyecto.

En el segundo capitulo se presenta un marco tedrico correspondiente al Machine
Learning en general, incluyendo las nociones claves sobre algoritmos de aprendizaje
supervisados, no supervisados y de reforzamiento. El algoritmo SVM que se usard para
clasificacién corresponde a la categoria de aprendizaje supervisado. A continuacién, en el
tercer capitulo, se habla sobre el tomate, dando especial atencion a los diversos tipos de
enfermedades y plagas que suelen afectarlo. Los conceptos e ideas que se presentan en los
capitulos dos y tres seran de utilidad a la hora del desarrollo de nuestro algoritmo clasificador.

En el cuarto capitulo, se presenta una descripcién detallada de la metodologia llevada
a cabo en nuestra investigacidn, asi como los distintos materiales y procedimientos a utilizar
en el desarrollo y prueba de nuestro algoritmo. Estos procedimientos incluyen desde la
obtencién de los datos a utilizar hasta la evaluacion de los resultados obtenidos.

En el quinto capitulo, se detalla la forma en que ha sido ejecutada la metodologia
planteada. Aqui se mencionan y explican cada uno de los pasos desarrollados en nuestro
algoritmo, asi como, se presentan los resultados obtenidos con el mismo. A continuacion, en
el sexto capitulo se incluye un analisis mas detallado de estos resultados.

Finalmente, el informe acaba con nuestras conclusiones y recomendaciones para
futuros trabajos. Adicionalmente, en los anexos se incluyen: la gestidn del trabajo y algunas
de las principales partes del cédigo desarrollado en MATLAB.



Capitulo 1
Antecedentes
1.1 Problema y justificacion

Las enfermedades y plagas en el cultivo del tomate son factores destructivos que
pueden terminar con la vida de todo el cultivo si no se toman las medidas necesarias como la
supervisién constante y seguimiento de la eliminacién de la plaga. Cuando alguna plaga se
presenta en la planta, ya sea en la raiz, el tallo, la hoja o en el fruto, seria necesario en el peor
de los casos la extraccidn de la planta desde el tallo debido a que puede contaminar todo el
cultivo. Estos factores son importantes debido a que disminuyen el indice de produccidony la
calidad del producto agricola, ademas de las pérdidas econdmicas que generarian. Por ello, la
prevencion y la deteccidon temprana de estas enfermedades son fundamentales para no
interrumpir la produccién sostenible del cultivo.

Esta fruta es producida ya sea en campo abierto, en estructuras cerradas (tuneles altos
e invernaderos) y en huertos caseros. Muchas enfermedades de los tomates ocurren tanto
en el campoy en estructuras cerradas; sin embargo, debido a la naturaleza Unica y condiciones
ambientales presentes en estructuras cerradas, algunas enfermedades son mas comunes en
estas estructuras, mientras que otras son mas comunes en el campo. Ademas, algunos
métodos de manejo de enfermedades para los tomates cultivados en invernaderos son
exclusivos de las estructuras ya que el ambiente en estas estructuras puede ser manipulado.

[2]

En este proyecto se pretende ofrecer una alternativa que podria asistir a los fundos de
cultivos de tomate con el fin de detectar y clasificar las plagas presentes en las hojas de esta
planta, basado en el aprendizaje profundo de un modelo que automatiza el proceso de
reconocimiento y clasificacion de plagas o enfermedades presentes en las hojas del tomate
mediante un conjunto de datos de imdagenes de las hojas.

Este modelo propuesto no destructivo se convertira en una herramienta rapida que
ayudard a identificar la plaga en la etapa inicial con tan solo una fotografia de la hoja con los
sintomas y asi intervenir con una solucion asequible.
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Existen otros métodos de clasificacion de plagas que han logrado buenos resultados,
pero poseen ciertas limitaciones. Nuestro modelo tendra la ventaja de ir aprendiendo
automaticamente alimentandolo con una gran data de imagenes, pretendiendo en un futuro
tratar con otras enfermedades de tomate u otras plantas, asi como también estimar
automaticamente la gravedad de la enfermedad detectada.

1.2 Objetivos y alcance

Objetivo general

El objetivo general de este trabajo es desarrollar un algoritmo de tipo SVM (Support
Vector Machine), que sea capaz de clasificar imagenes de hojas de planta de tomate con
hongos, plagas o enfermedades.

Objetivos especificos:

e Familiarizarse con las distintas enfermedades que aquejan al tomate para conocer el
tipo de informacidn que se busca clasificar.

e Recolectar la data necesaria (imagenes clasificadas de hojas de tomate), ya sea de
primera mano o de segundas fuentes, como bases libres de datos.

e Conocer la teoria de los algoritmos de procesamiento y clasificacion de imagenes, para
asi, ser capaces de desarrollar nuestro propio algoritmo clasificador con SVM.

e Utilizar una porciéon de la data recolectada para entrenar el algoritmo desarrollado, y
asi, sea capaz de clasificar data nueva en base a la informacién provista.

e Poner a prueba el algoritmo desarrollado con la porcién de la data no usada
previamente, y evaluar el rendimiento de este.

e Generar un programa que muestre la clasificacion en enfermedades de diversas
imagenes de las hojas de tomate.

e Desarrollar capacidades y técnicas necesarias para el desarrollo de un proyecto, asi
como lograr desarrollar habilidades blandas.

e Logrardar un pequefio aporte al campo cientifico y apoyar al sector agricola brindando
una herramienta practica y de facil uso.

e Promover nuestro sentido de investigacién, desarrollo e innovacion (1+D+i).

Alcance y Limitaciones

Por medio de este trabajo se pretende conseguir un algoritmo bdsico para la
clasificacién de imagenes de hojas de tomate en plantas sanas o plantas con hongos, plagasy
otras enfermedades. La principal limitacion que tendra el desarrollo de este trabajo sera la
cantidad disponible de data clasificada que existe para el tomate, asi como, las dificultades
que existiran para la obtencion de data de primera mano.

Este trabajo no pretende dar una solucion fisica a estos males. El algoritmo creado
tendrd como finalidad analizar imagenes de la hoja de tomate y clasificarlas en sanas o
enfermas, pero no se contempla la implementaciéon de dicho algoritmo a un sistema que
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controle automaticamente la presencia o no de plagas en plantas de tomate, ni la creacion de
una interfaz de facil acceso para el mismo fin. Sin embargo, lo desarrollado en este trabajo
podria bien servir para trabajos futuros que busquen tales implementaciones.

Finalmente, este trabajo estd pensado para personas que busquen una solucidon
practica y rapida para la deteccidn de enfermedades en plantas del tomate, y para alumnos
interesados en la automatizacién de procesos, mas no en expertos en el tema.

1.3 Estado del arte

En la actualidad, el método mas usado alrededor del mundo para el reconocimiento y
clasificacién de distintos males que afectan a los cultivos y plantas es el de reconocimiento
visual. Sin embargo, este método esta sujeto a las limitaciones humanas, tales como la fatiga
al trabajar largas horas de trabajo o la posibilidad de errar por realizar tareas altamente
repetitivas [3], y aun si se dispusiera de tales recursos, es dificil obtener resultados precisos
(sobre todo cuando se trata con enfermedades poco conocidas en la regién o cuando la
enfermedad estd en su etapa inicial) [4].

Como alternativas al reconocimiento visual, existen diversas metodologias también
usadas: segun [5] se han realizado investigaciones en los métodos de deteccién automatica,
que incluia el andlisis molecular, espectroscopia y el analisis de compuestos organicos
volatiles, llegando a la conclusion que son impracticos y caros para ser aplicados a gran escala.
Otro autor [6] nos indica también que el uso de sensores dpticos puede obtener los resultados
mas precisos con respecto al reconocimiento y clasificacion de enfermedades en las plantas,
sin embargo, a menudo, su implementaciéon es compleja y costosa. Por consiguiente, el
método de procesamiento de imagenes constituye una alternativa relativamente simple,
barata y precisa para ser aplicada en un sistema de reconocimiento y clasificacion de
enfermedades en plantas.

Muchos sistemas para la deteccion de enfermedades de plantas basados en el
procesamiento de imagenes se apoyan en los cambios de apariencia de las hojas cuando la
planta estd enferma. Generalmente, las hojas de una planta sana tienen un color verde
natural; sin embargo, cuando es infectada por un hongo, bacteria o virus, el color de las hojas
cambia de verde a amarillo, marrén o negro. Por lo tanto, el color es uno de los criterios mas
usados para la deteccidén de enfermedades a partir de imagenes de hojas [7].

El principal desafio que se presenta en la actualidad para el desarrollo de un sistema
automatico de deteccidn y clasificaciéon de enfermedades en plantas es la recoleccion de
informacién necesaria. Es muy importante contar con informaciéon bdasica del cultivo en
cuestiéon y de las enfermedades que se le presentan [6]. Si se trabaja con un sistema de
procesamiento de imagenes, la informacidén deberian ser imagenes representativas de las

hojas con enfermedades que se busca identificar, asi como, de una hoja en estado sano.
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Una vez que se cuenta con la base de imagenes, los sistemas de reconocimiento de
enfermedades de plantas deben “aprender” de estas imagenes, esto se conoce como
“entrenamiento” del sistema, antes de poder recibir una nueva imagen y detectar las
enfermedades que posee la planta. En la mayoria de los sistemas usados en la actualidad, se
siguen los siguientes pasos para la deteccion vy clasificacion de enfermedades:
Preprocesamiento de las imagenes, extraccién de caracteristicas, deteccidn y clasificacion de
la enfermedad [6][8]. En la figura 1 se muestra un diagrama de bloques que muestra estos
pasos.

A continuacidn, se hace una revision de cémo diferentes autores han abordado estas
cuatro etapas para la elaboracién de un sistema de identificaciéon y clasificacién de
enfermedades en plantas. Cabe mencionar que no toda la bibliografia consultada en este
punto corresponde a sistemas aplicados para enfermedades del tomate, sino que, se ha
considerado sistemas de clasificacién para enfermedades de diversos cultivos, dado que, para
efectos de la estructura del sistema, el cultivo con el que se trabaje es irrelevante.

Entrenamien
i Extraccion de
Prepro((j: eslamlen caracteristicas —> Base de
.to, € as - | conocimiento
imagenes
Imégenes de
Entrenamient
Prueba
\ 4
Preprocesamiento Extraccion de Deteccion y
de las imagenes » caracteristicas » clasificacion
Iméagenes
de Prueba Resultado
Figura 1. Diagrama de bloques general de un sistema para deteccidn de enfermedades

de plantas con procesamiento de imdagenes.
Fuente: Basado en: [8] y [9]

Preprocesamiento de imagenes

Esta etapa se usa para mejorar las imagenes que ingresaran al sistema con el fin de
adecuarlas lo mas posible para la siguiente etapa de extraccién de caracteristicas. El
rendimiento que se obtenga (precision en la clasificacion) dependera de la calidad de
imagenes que ingresan al sistema, por lo que, el preprocesamiento es necesario [4][8].
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En su trabajo, Hussein, M., & Abbas, A. H. (2019) [8], la etapa de preprocesamiento
consiste en 3 operaciones. Primero recortan las imdagenes, principalmente para eliminar el
fondo y objetos innecesarios para la clasificacion. Luego, utilizan el método de Fuzzy
Histogram Equalization (FHE), con el fin de mejorar y realzar las caracteristicas de la imagen a
partir de la distribucion uniforme de intensidades de esta. Finalmente, modifican el tamano
de las fotografias a un mismo tamafio fijo (300*400 px).

Otros trabajos, como los de Oo, Y. M., & Htun, N. C. (2018) [4] y Tigadi, B., & Sharma,
B. (2016) [10], aparte de cambiar el tamafio de la imagen y mejorar sus atributos, realizan un
cambio del modelo color, pasando del clasico RGB (Red Green Blue) al formato HSV (Hue
Saturation Value, o Matiz Saturacidn Valor), esto lo hacen con el fin de tener una mejor
percepcion del color en la siguiente etapa de extraccion de caracteristicas. También, suele ser
convertido a una escala de grises, pues es mas simple de procesar y permite fijarse Gnicamente
en las intensidades de la imagen [10]. Adicionalmente, Ko Zaw, K., Ma Ma Myo, Z., & Thae Hsu
Thoung, D. (2018) [6], realizan una transformacién de RGB al formato HSI (Hue Saturation
Intensity, o Matiz Saturacién Intensidad), similar al HSV, y lo hacen con el mismo fin.

Extraccion de caracteristicas

Una sola imagen contiene mucha informacién, sin embargo, no toda la informacién
presente en una imagen nos permite identificar si una hoja de tomate contiene o no una
enfermedad. Las caracteristicas mas importantes que puede contener una imagen son: color,
textura y forma. Con el fin de desarrollar un sistema que reconozcay clasifique enfermedades,
es necesario seleccionar Unicamente aquellas caracteristicas (features) Utiles, este proceso se
llama extraccién de caracteristicas (feature extraction) [8].

Una de las caracteristicas mas utiles para la clasificaciéon de enfermedades es el color.
En los trabajos de Tigadi, B., & Sharma, B. (2016) [10] y de D.Pujari, J., et al. (2016) [11], se
extraen las caracteristicas de color de las imagenes para desarrollar un sistema de clasificacion
de enfermedades en plantas. El primero ([10]) trabaja en el modelo de color HSI que, como ya
se menciond, ofrece valores de Matiz, Saturacion y de Intensidad. Mientras que, el segundo
([11]) trabaja en el espacio RGB. Ambos sistemas extraen como caracteristicas de color: la
media y la desviacién estandar de cada plano del espacio individualmente. Adicionalmente,
[11] halla también el rango y la varianza para cada plano.

Otra de las caracteristicas mds usadas para una clasificacién eficiente de enfermedades
son las caracteristicas de textura (texture features). Multiples trabajos como [4], [6], [8], [11]
y [12], extraen caracteristicas de textura (algunos, como [11], extraen caracteristicas tanto de
color como de textura). Todos estos trabajos usan el método estadistico de Grey Level Co-
ocurrence Matrices (GLCM), para el cual es necesario que las imagenes primero sean
convertidas a escalas de grises, y el cual permite medir la relacién entre la intensidad de pares
de pixeles separados una distancia determinada. En otras palabras, GLCM calcula cuan



18

seguido un par de pixeles con una intensidad determinada aparecen en arreglo espacial
especifico [11].

Clasificacion

Esta etapa se realiza sobre los segmentos de las imagenes que presentan alguna
enfermedad, y busca predecir a qué tipo de enfermedad corresponden. Si es que en el sistema
no se ha realizado un proceso de segmentacién de imagenes, la clasificacidn sera usada para
predecir si una hoja presenta o no una enfermedad (ya que no se han identificado
previamente los segmentos infectados). En la actualidad, muchos sistemas clasificadores usan
algun algoritmo de Machine Learning (Aprendizaje Automatico). Los mds usados para
propdsitos de clasificacién de enfermedades de plantas son: Redes Neuronales Artificiales
(ANN), Maquinas de Soporte Vectorial (Support Vector Machines, SVM), K-Nearest Neighbor
(K-NN), o alguna combinacidn de los anteriores [7][13].

Resultados obtenidos en trabajos con distintos clasificadores

SVM: En los trabajos [4], [6] y [8], han usado clasificadores SVM multiclase para identificar
distintas enfermedades en diferentes tipos de cultivos como trigo, tomate, pepino,
maiz, etc. Todos obtuvieron resultados satisfactorios. Hussein, M., & Abbas, A. H.
(2019) [8] obtuvieron una exactitud del sistema de 88.1%, y llegaron a la conclusién
gue mientras mas imagenes haya para el entrenamiento del sistema, mejores
resultados se obtendran (mayor exactitud).

>
=z
=2

Ferentinos, K. P. (2018) [14], no solamente se limitd a trabajar con enfermedades de

tomate, sino que usd una base de datos que contenia mds de 87 mil imagenes
correspondientes a 25 tipos de cultivos con multiples enfermedades para cada cultivo.
Uso diferentes tipos de arquitectura de redes neuronales convolucionales, y obtuvo
los mejores resultados una red de tipo VGG (Visual Geometry Group). El valor de
exactitud fue de 99.53% al clasificar imagenes no vistas previamente.

En otro trabajo, D.Pujari, J., Yakkundimath, R., & Byadgi, A. S. (2016) [11] utilizaron dos
algoritmos diferentes de clasificacion: SVM multiclase y ANN con Propagacién hacia atrds
(BPNN), con el fin de comparar el rendimiento de ambos. Como base de datos se usaron 900
imagenes, correspondientes a plantas sanas y con 5 enfermedades diferentes (6 clases en
total). Asimismo, en este trabajo también se comprobd el rendimiento de un sistema de
clasificacion cuando se usan Unicamente caracteristicas de color, de textura o una
combinacion de ambas. Como conclusiones, este trabajo encontré que el rendimiento de un
clasificador aumenta cuando se usa una combinacién de ambos tipos de caracteristicas: de
color y de textura; ademas, los mejores resultados se obtuvieron con el clasificador SVM, el
cual obtiene muy buenos valores de exactitud incluso con bases de datos pequefias.
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Conclusion

En este apartado se han repasado las distintas funciones que realizan los sistemas
automaticos de reconocimiento y clasificacion de enfermedades en plantas o cultivos. Se ha
prestado especial atencidén a los métodos mas usados en la actualidad para cada una de las
etapas de estos sistemas: desde el preprocesamiento de imagenes hasta la clasificacién.

En el preprocesamiento de imagenes, se reconoce que es necesario mejorar y
uniformizar las imagenes antes de que pasen a la siguiente etapa.

En el caso de la extraccion de caracteristicas, la mayoria de los trabajos dan prioridad
a las de tipo textura, por haber demostrado ser las mas utiles para métodos de clasificacion
de objetos. Sin embargo, otros trabajos prueban que se pueden obtener adin mejores
resultados si se usan caracteristicas tanto de tipo color como de textura.

Para los métodos clasificadores, debe reconocerse que existen dos que sobresalen por
su efectividad y rendimiento ante diferentes condiciones: los algoritmos SVM vy las redes
neuronales (sobre todo las convolucionales). Se presentan resultados obtenidos en otros
trabajos que han usado estos métodos para la clasificacién de enfermedades en plantas,
siendo todos generalmente muy buenos.

Finalmente, cabe mencionar que la bibliografia usada para describir el estado del arte
es de alta relevancia, pues esta directamente relacionada con el tema tratado en este trabajo.
Ademas, esta conformada en su mayoria por articulos de revistas cientificas prestigiosas, y
son de actualidad, pues no cuentan con mas de 4 afios de antigliedad.






Capitulo 2
Machine Learning
2.1 Introduccidén al Machine Learning

Se empezard este marco tedrico, explicando el aspecto mas general de este trabajo, el
Machine Learning.

En principio definiremos el learning, o aprendizaje, desde un enfoque general, y desde
el cual nos sintamos mds familiarizados. Muchos animales, incluidos los humanos, realizamos
procesos de aprendizaje basados en alguna accion tomada en el pasado y su repercusién o
consecuencia. Si la experiencia obtenida de esta accion ha sido negativa, el sujeto evitara
repetir esta accién, pues puede predecir que también tendra un efecto negativo en el futuro;
en caso la experiencia a causa de esta determinada accién haya sido positiva, el sujeto
predecira buenos resultados, y no tendra reparos en llevarla a cabo en el futuro. Esta nocion
tan basica de aprendizaje nos ayuda a entender las tareas efectuadas mediante algoritmos de
machine learning, pues la computadora toma decisiones basadas en la experiencia (data) e
imitando el comportamiento humano de aprendizaje, y toma de decisiones [15].

Segun Arthur Samuel, considerada la primera persona en acufiar y definir el término
machine learning, machine learning es una forma de Al (Artificial Intelligence), cuyo rasgo
caracteristico es la habilidad de aprender por cuenta propia, sin tener que programarla, con
comandos, directa y explicitamente. Sin embargo, esto no significa que la maquina tome
decisiones sin ningun tipo de previa programacion. Por el contrario, el machine learning es
mayoritariamente dependiente de una programacién, empero, en lugar de programarla
mediante comandos de entrada (input command) para que ejecute una tarea, esta requiere
ser alimentada con informacion o (input data) (Ver figura 2) [16] [17].

La diferencia entre input command, que es lo que mayormente hemos estado
acostumbrados a usar, e input data es muy sencilla, mientras un input command genera una
respuesta automatica, el input data requiere alimentar a la maquina con informacion,
seleccionar el algoritmo adecuado, configurar algunos pardmetros y la maquina es instruida
para interpretar la informacion recibida. Con esta informacién, la maquina genera por su
cuenta, un modelo matemadtico usado para predecir futuros valores y asi tomar, las que
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considera, las decisiones mds acertadas, cabe resaltar que, para lograr predicciones mas
precisas, se necesita una mayor cantidad de informacidn para entrenar a la computadora [16].

Input Output

Command @ Action
Data @ Model @ Action

Figura 2. Comparacion entre input command e input data.

Fuente: item [16]

En la data suministrada a la computadora, podemos diferenciar dos categorias, data
de entrenamiento y data de prueba. La data de entrenamiento es la informacién con la que
se alimenta a la computadora para que, al terminar de analizarla, elabore un modelo
matemadtico adecuado para predecir una respuesta y tomar una decision. Una vez elaborado
este modelo, entra a tallar la data de prueba, cuya funcidn es probar el modelo obtenido, con
el fin de comprobar su precision. Si para entonces estamos satisfechos con los resultados,
podemos decir que nuestro modelo esta listo [16].

2.2 Categorias de Machine Learning

Nuestro trabajo usara un algoritmo de clasificacion de aprendizaje supervisado, sin embargo,
este no es la Unica categoria de tipos de aprendizaje. Hay varias técnicas de Machine Learning,
y dependiendo de la naturaleza del problema a resolver, y del volumen y tipo de la data, nos
podemos decantar por una categoria en especifico. En esta seccion vamos a describir los tres
grandes tipos de aprendizajes, el supervisado, no supervisado y por refuerzo [16] [17].

2.1.1 Aprendizaje supervisado

Esta categoria se enfoca en aprender patrones haciendo una conexién de las relaciones
entre las variables y sus respectivos valores de salida, y unos bancos de informacién con sus
correspondientes etiquetas [16] [17].

Este tipo de aprendizaje se logra cuando se alimenta a la computadora con informacién
la cual presenta unas caracteristicas, etiquetado como X, y sus valores de salida, etiquetado
como Y, correspondiente a cada caracteristica. En palabras mas sencillas, el término
aprendizaje supervisado se refiere al hecho de alimentar a la computadora con un cierto
conjunto de datos, los cuales podemos considerar como respuestas correctas, pues sabemos
que los valores Y son reales y correctos para cada valor X dado, basandonos en el
razonamiento que la data fue recogida de una muestra de la vida real [16].

Vamos a dar un ejemplo, se quiere predecir precios de unas casas, y ademas ya

tenemos una data, pues previamente se reunieron un conjunto de datos, en cierta ciudad,
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que relacionaba los pisos de las casas (X), con sus respectivos precios (Y). Entonces usamos
una funcién, o modelo, que se ajuste mejor a los valores de la data de entrenamiento, para
asi poder predecir cuanto podriamos gastar en una casa con un cierto nimero de pisos. Si
intentamos predecir una salida de valor continuo, como en el ejemplo de las casas, hablamos
de un problema de regresion lineal.

Vamos a introducir otro ejemplo, queremos entrenar a la mdaquina para que, al
introducir tamanos de fruto de mango, nos ayude a distinguir entre si es apto para
exportacion, o para mercados nacionales. Tenemos un conjunto de datos reales de tamafios
de mangos, siendo relacionados los tamafios con valores uno o cero, si 0 no, ya sean o no
aptos para exportacion. Este es un ejemplo de problema de clasificacion (regresion logistica),
pues tratamos de predecir un valor discreto, una salida cero o uno, ya sea apto y no apto. Este
ejemplo es uno de los mds simples de clasificacion, pues solo consta de dos valores de salida,
sin embargo, puede haber problemas en los que tratemos de predecir entre mas de dos
posibles valores de salida.

En el ejemplo previo, teniamos una caracteristica, el tamafio de los mangos, sin
embargo, en la mayoria de las situaciones de la vida real dispondremos de mas caracteristicas,
como peso del mango, estado de madurez, color, etc. Para este tipo de problemas, existe un
algoritmo que puede manejar, no solo un numero finito de caracteristicas, sino también
infinito, y este algoritmo es el lamado Support vector machine, algoritmo que se usara en el

presente trabajo.

Ahora hemos definido brevemente lo que implica tener un algoritmo de aprendizaje
supervisado con la ayuda de algunos ejemplos hemos explicado la naturaleza de algunos
algoritmos, como los que usan un andlisis de regresion, sin embargo, hay una gran variedad
de ellos, los cuales explicaremos a continuacién. Sin embargo, dada la naturaleza de este
trabajo nos enfocaremos y profundizaremos en el método de SVM.

2.1.1.1 Regresion lineal

La técnica mas bdsica de regresién es la regresion lineal, la cual usa una linea recta para
ajustarse a la informacidon brindada, asi, tenemos un conjunto de datos que consta de una
variable independiente representada en el eje X, una variable dependiente graficada en el eje
Y. Por ejemplo, tenemos un grupo de datos de precios de autos, relacionandolos con su afo
de fabricacién [16].

Tablal. Datos de precios de autos.

Ano de fabricacion Precio USD
2004 3500
2008 5000
2012 7000
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2016 11000
2020 15000

Fuente: Elaboracion propia.

Ahora podemos hacer un grafico usando coordenadas X y Y, de nuestro conjunto de
datos.

20000
15000 ®
10000

5000 ®
o

0
2000 2005 2010 2015 2020 2025

Figura 3. Afio vs precios de autos.
Fuente: Elaboracion propia

Nuestro objetivo es encontrar un modelo que nos permita estimar precios a los cuales
podamos comprar un auto, asi, viendo el grafico, nos damos cuenta que presenta una
tendencia ascendente de izquierda a derecha, aqui es donde entra a tallar nuestro algoritmo
de regresion lineal, el cual genera una funcién que comprende una linea recta que divide los
datos, de tal manera que la distancia vertical entre los puntos de los datos y la linea de
regresion, sean las minimas.

Siguiendo con nuestro ejemplo de los carros, la funcion mas adecuada para describir
nuestros datos es la siguiente.

16000
14000
12000
10000
8000
6000
4000
2000

0
2000 2005 2010 2015 2020 2025

Figura 4. Afo vs precios de autos con linea de tendencia..
Fuente: Elaboracion propia.

De esta manera podemos predecir posibles valores en los que podemos compra un
auto de cualquier afio desde el 2004 hasta el 2020.
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2.1.1.2 Regresion Logistica

Muchas veces queremos considerar un problema de clasificacion entre dos clases.
Como el ejemplo de nuestros mangos, éSon, no son aptos para ser importados a mercados
internacionales? Algo simple, que requiera una salida entre dos valores légicos. Para la
mayoria de estos casos, se usan las ecuaciones logisticas, mas especificamente la funcién
sigmoide. Esta funcién presenta una curva con forma de S, que tiene como caracteristica
convertir cualquier valor de entrada en una salida entre los valores cero y uno [16].

vA
1 2
y 1 + e—x Ll
07 y = sigmoide(x)
Figura 5. Funcién sigmoidea

Fuente: Elaboracion propia

Esta funcién nos ayuda a predecir valores discretos (o clases) que estan dados en un
conjunto de data, convirtiendo los resultados en expresiones de probabilidad entre cero y
uno.

Siendo los valores ceros, los encargados de representar una chance de que no ocurra
un suceso y los valores 1, la probabilidad de que si ocurra un suceso. Sin embargo, la funcién
no nos va a dar exactamente valores cero y uno, sino que podemos aproximar, para valores
mayores a 0.5, clasificarlo como 1, y para valores menores a 0.5 clasificarlo como 0.

También podemos usar la regresidon logistica para poder distinguir entre mas de 2
clases, ayudandonos de la llamada regresién logistica multinomial, la cual se representa con
el grafico siguiente [16] [21].

2.1.1.3 Support vector machine

Es un algoritmo avanzado que pertenece a la categoria de clasificacion, muy parecida
a la regresion logistica, pero con condiciones mas estrictas. Por ejemplo, tenemos dos grupos
diferenciados de datos, triangulo y circulos [16].
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Figura 6. Regresion logistica multiclase.

Fuente: [21]

Figura 7. Regresién logistica vs SVM.
Fuente: Elaboracion propia.

Podemos ver que hay dos lineas fuertemente marcadas, una azul y una guinda, la linea
azul corresponde a una funcion logistica, que divide a los puntos en dos clases, de tal manera
que la distancia entre los puntos y la linea sea la menor posible [16].

Mientras que la linea guinda corresponde a una linea generada por SVM, que, de igual
manera, logra separar ambos grupos. La diferencia radica en que la distancia entre esta linea
y el punto mds cercano es la mdxima posible [16].

Ademads, podemos notar un area rosa, este es el denominado margen, una
caracteristica importante del SVM. Esta area se obtiene, multiplicando por dos, el area
encerrada entre la linea de SVM y el punto de la data mds cercano a este [16].

Esto es muy util, pues podemos tener un caso donde la regresion logistica clasifique
errdneamente un valor, mientras que con el SVM disminuimos el riesgo de que esto pase.
Como veremos en el siguiente ejemplo [16] [18].
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Figura 8. Regresion logistica vs SVM.
Fuente: Elaboracion propia

Tenemos un nuevo valor en nuestra data, un tridngulo que estd siendo

incorrectamente identificado como un circulo, segun la regresion lineal; sin embargo, si

usamos el SVM, vemos que, si seria catalogado como un tridngulo, lo cual seria correcto [16]

[18].

SVM multiclase

Fundamentalmente, el SVM funciona como un clasificador entre dos clases. En la vida
real, sin embargo, nos encontramos con problemas que incluyen mas de dos tipos de
clases, y la manera mas adecuada de llevar a cabo una éptima clasificacién, es
mediante la combinacién de multiples SVM [16] [19].

Hay tres métodos para el problema de clasificacion multiclase de SVM: uno contra
todos, uno contra uno, y DAGSVM. El método DAG es mas apto para uso practico que
los otros métodos [19].

Directed Acyclic Graph Support Vector Machines.

Se ha demostrado que las maquinas de vectores de soporte de graficos aciclicos
dirigidos (DAGSVM) pueden proporcionar una precision de clasificacién comparable a
las extensiones SVM multiclase estandar, como los métodos 1 vs 1, o 1 vs resto. El
algoritmo organiza los clasificadores binarios SVM como los nodos internos de un
grafico aciclico dirigido (DAG). Cada nodo representa un clasificador entrenado. El
método mds popular para decidir los pardmetros del kernel es el método de busqueda
de cuadricula. En el proceso de entrenamiento, los clasificadores se entrenan con
diferentes pardmetros de kernel, y solo se requiere uno de los clasificadores para el
proceso de prueba. Esto hace que el proceso de entrenamiento requiera mucho
tiempo [19] [20].

Su fase de entrenamiento comienza, para una cantidad k de clases, resolviendo k(k —
1)/2, lo cual nos da el nimero de clasificadores. Sin embargo, durante la fase de
prueba, usa una raiz que tiene N * (N-l) / 2 nodos internos y N nodos terminales (hojas).
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Cada nodo interno es un SVM binario. Antes de llegar a un nodo hoja, una ruta indica
la clase predicha. El grafico esquematico de clasificacion DAGSVM de cuatro clases se
muestra a continuacion [20].

Figura 9. DAGSVM para cuatro clases.
Fuente: [20]
2.1.1.4 Redes neuronales

Es una popular técnica de machine learning, que procesa la informacion mediante
“capas” de andlisis. Estan disefiados para simular el funcionamiento del cerebro humano, asi
las computadoras puedan ser entrenadas para lidiar con abstracciones y problemas que estan
mal definidos. Su nombre “neuronal”, proviene del hecho que simulan neuronas
interconectadas, llamadas “nodos”, las cuales se comunican con otras neuronas mediante el
axon, llamado “flechas”. Los nodos estan ordenados en capas. Una red neuronal consta de
tres o mas capas de analisis, Una capa de entrada, una o varias capas ocultas, y una capa de
salida [15].

Input Hidden Output
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Figura 10. Red neuronal artificial.

Fuente: [15].
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Esta es laimagen de una tipica red neuronal, vemos sus tres capas, el andlisis comienza
cuando se introduce data (x1, x2, etc.) a la capa de entrada, en donde se empiezan a
diferenciar las caracteristicas mas generales. Luego la informacidn viaja a las capas ocultas,
donde se analiza la informaciéon mas a profundidad. Mientras mds capas ocultas existan, mejor
se racionaliza la informacidn y mas se agiliza el proceso de analisis. Después de pasar a través
de las capas ocultas, el resultado final es mostrado en la capa de salida [15][16].

Generalmente las redes neuronales consisten en miles, incluso millones de nodos, que
estan densamente interconectadas [17].

Las redes neuronales son de uso frecuente en aplicaciones de reconocimiento de
imagen, habla y visién por computadora [17].

2.1.2 Aprendizaje no supervisado

Muchas veces, la data que se nos es brindada para definir nuestro modelo consiste en
un grupo de valores independiente X, pero sin un valor dependientes Y definido. Esta parece
ser que no cuenta con etiquetas, asi que no sabemos qué es lo que nos dice cada dato puntual.

La informacién se nos es dada como un cumulo de datos, no le decimos al algoritmo
por adelantado, los puntos azules son un tipo 1 de frutas; los verdes, tipo 2; y los amarillos,
tipo 3. En vez de eso, le decimos solo que es un montén de datos, no se sabe cudles son, ni de
qué tipo, ni siquiera cudles son los diferentes grupos de frutas. La funcién del aprendizaje no
supervisado es el de encontrar automaticamente, mediante el uso de algoritmos de
agrupamiento, una estructura en los datos y agruparlos, aunque no los conozcamos de
antemano [15] [16].
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Figura 11. Funcionamiento de los algoritmos de agrupamiento.
Fuente:

Algoritmos de agrupamientos como el k-Medias, pueden proveer un buen empuje para
llevar a cabo un andlisis posteriormente a que los grupos discretos hayan sido descubiertos.
Estos algoritmos son ampliamente usados en muchas areas de la ciencia, por ejemplos, los
vendedores agrupan a los clientes, en funcién a sus perfiles, con el propésito de un marketing
dirigido a cada persona segun sus preferencias. [16]
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Los algoritmos de aprendizaje no supervisado segmentan estos datos en grupos. La
data sin etiquetar crea los valores de parametros y la clasificacion de los datos, este proceso
afiade etiquetas, convirtiéndose asi en un problema de aprendizaje supervisado. [17]

Dado que nuestro trabajo se enfoca en una técnica de aprendizaje supervisado, solo
describiremos la técnica de agrupamiento mas popular, el k-Medias.

2.1.2.1 k-Medias

Su objetivo es dividir la data en k grupos discretos, es efectivo al momento de descubrir
patrones basicos o sencillos. El k-Medias trabaja dividiendo la data en k grupos, siendo k el
numero de grupos, entonces, si nosotros deseamos dividir nuestra data en tres grupos, k
tomaria un valor de 3. [16]

La forma en la que el algoritmo secciona la data es la siguiente:

Primero examinamos la data dispersa ya graficada y manualmente elegimos un
centroide para cada grupo. Los centroides se pueden elegir al azar, lo que significa que puede
nominar cualquier punto actuar como un centroide.

Cada punto de datos se puede asignar un solo grupo, asi evitamos cruces entre grupos,
o tener un grupo dentro de otro. Todos los puntos deben estar dentro de un grupo, incluso
los datos sefalados como anomalias, independientemente de cdmo afecten estas a la forma
final del grupo, los cuales generalmente tiene forma esférica o eliptica.

Después de estar todos los puntos asignados a un grupo, se agregan valores a cada
punto de cada grupo, y se actualiza la posicién de cada centroide de cada grupo, tomando
como nuevo centroide la posicién del promedio de los valores de cada punto perteneciente a
dicho grupo.

Se repite este ultimo paso iterativamente hasta que los centroides ya no cambien de
posicion.
2.1.3 Aprendizaje de reforzamiento!?

Es la tercera y mas avanzada categoria de machine learning. Se refiere a lograr
aprender qué hacer para asi maximizar una sefial numérica. Este método no le dice al
“aprendiz” que camino debe seguir o decisiones tomar sino este por su propia cuenta debe
descubrir la forma de conseguir la mayor recompensa. Este tipo de aprendizaje radica en dos
caracteristicas esenciales: la blisqueda por prueba y error, y la recompensa atrasada.

Lamentablemente este concepto también supone un problema tanto como una
solucién, por lo que ambos conceptos deben poder entenderse por separado para evitar
confusiones. La idea bdsica es simplemente tener en claro los aspectos mas importantes del
problema real y ponerlos a prueba con un agente aprendiz que interactie con el ambiente

! Este apartado ha sido desarrollado usando la referencia [22].
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hasta llegar a una meta. Este agente aprendiz debe tener cierto conocimiento sobre el estado
del ambiente y como sus acciones lo afectan. El agente también debe tener clara una meta

relacionada con el estado del ambiente.
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Figura 12. Proceso de funcionamiento del algoritmo K-medias.

Fuente [16].

Este tipo de aprendizaje es muy distinto del aprendizaje supervisado, puesto que ahora
no se le dan ejemplos de situaciones con la etiqueta de correcto o incorrecto para asi
extrapolar para situaciones que no se le han proporcionado y dar una respuesta. Siendo el
aprendizaje supervisado muy util e importante en la industria, no es adecuado para el
aprendizaje por interacciones. En un sistema interactivo varios caminos pueden ser correctos
para llegar a una solucién por lo que no es practico brindar multiples ejemplos de situaciones
correctas, es a este tipo de casos en los que el aprendizaje de reforzamiento es muy util. En
terreno desconocido es mejor que el agente aprendiz empiece a aprender de su propia
experiencia para llegar a la meta deseada.

Algo muy caracteristico de este aprendizaje es el intercambio de decisiones entre
aprovechar lo ya aprendido y la exploracién de algo nuevo. Para obtener la mayor cantidad de
beneficios, el agente aprendiz decidira seguir las acciones que realizd en el pasado que le
hayan sido mas efectivas, pero, a la vez de aprovechar lo ya aprendido, este tendra que
explorar en terreno desconocido para decidir el mejor camino para un futuro. El dilema esta
en que la exploracion o la explotacion de lo ya aprendido no se lograra sin cometer un solo
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error, el agente aprendiz debera realizar multiples decisiones para avanzar progresivamente
y asi seguir el camino que parezca ser el mejor. Desafortunadamente este dilema, a pesar de
haber sido estudiado durante décadas, aun sigue sin poder resolverse.



Capitulo 3
El Tomate

3.1 Informacion general del tomate
3.1.1 Origen y clasificacion

El tomate se origind en el oeste de América del Sur, especificamente en los paises de
Ecuador, Peru y Chile. Aunque el centro de diversidad de los tomates silvestres estd en Perq,
un andlisis genético de los cultivos demostré que el centro de diversidad de tomates cultivados
estd en México, lo cual indica que la domesticacién del tomate puede haber ocurrido en
América Central. Una vez los conquistadores de Europa llegaron a América, hubo un cultivo
generalizado de tomate, ocasionando que europeos distribuyeran el tomate de América a
Europa y colonias europeas durante el siglo XVI. Finalmente, el tomate fue introducido en los
Estados Unidos por los inmigrantes europeos [23]. En los afios posteriores su cultivo no haria
mas que expandirse, llegando a ser la fruta mas comercializada y consumida del mundo debido
a su versatilidad [24]. Actualmente, el WPTC (World Processing Tomato Council) ha
determinado que para el afio 2020, el valor aproximado de produccién de tomate fue de 39
millones de toneladas [25].

El tomate pertenece al género Solanum, el cual comprende aproximadamente 1500
especies, entre las cuales estan incluidas el tomate (Solanum tuberosum) y la berenjena
(Solanum melongena). El clado del tomate (seccidn Lycopersicon del género Solanum) incluye
el tomate cultivado (Solanum lycopersicum) y 12 especies de tomates silvestres, todas nativas
de la zona oeste de Sudamérica. El tomate cultivado (Solanum lycopersicum) es un derivado
de dos especies antecesoras silvestres de tomate Solanum pimpinellifolium y Solanum
cerasiforme, siendo ademads la especie que se trabajard en el presente informe [24].

3.1.2 Caracteristicas botdnicas?

El tomate (Solanum lycopersicum) es una planta dicotiledénea y herbacea perenne que
presenta las siguientes caracteristicas:

2 Este apartado ha sido desarrollado usando las referencias [1] y [26]
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Cuenta con un sistema de raices principales que alcanza una profundidad de 50 cm
o0 mas. La raiz principal produce densas raices laterales y adventicias.

Figura 13. La planta del tomate y sus partes. (A) planta del semillero; (B)
planta de edad de 40 dias; (C) hojas; (D) flores; (E) fruta; (F) semillas.

Fuente: [23]

Su tallo es macizo, grueso, anguloso y de color verde. Su forma de crecimiento varia
entre erecta y postrada, puede crecer hasta una altura de 2 y 4 m, teniendo un
didmetro que oscila entre 2 y 4 cm, y que se va estrechando en la parte superior del
tallo. Del tallo principal nacen tallos secundarios, hojas y racimos florales.

Las hojas estan dispuestas en forma de espiral respecto al tallo, son de forma
ovalada u oblonga con bordes dentados y estan recubiertos de vellos glandulares.
Generalmente presentan color verde el haz y ceniciento por el envés.

Sus flores son regulares de 1.5 a 2 cm de diametro. Crecen de manera opuesta a las
hojas, o entre ellas. Los sépalos, pétalos y estambres nacen de base del ovario. El
caliz estd formado de cinco o mas sépalos y la corola de cinco pétalos de color
amarillo, dispuestos de forma helicoidal. Cuentan con cinco o seis estambres que
se alternan con los pétalos, formando los érganos reproductivos. Las flores se
agrupan en inflorescencias de tipo racimo, en grupos de tres a diez dependiendo de
la variedad de tomate.

Su fruto es una baya carnosa de forma globular o alargada, que mide de 2 a 15 cm
de didmetro y tiene un peso que oscila entre unos pocos miligramos y 600 g. El fruto
estd constituido por el pericarpio, el tejido placentario y las semillas. En estado
inmaduro la fruta es verde y llena de vellos, y cuando madura, el color puede ser
amarillo, rosado, morado, naranja y verde, y de suaves al tacto.



35

3.2 Enfermedades del tomate

En este apartado se consideran como enfermedades a todos aquellos males causados
por virus, bacterios u hongos, que aquejan a la planta del tomate. A continuacion, se hard una
revision de los mas comunes.

3.2.1 Tizoén temprano del tomate

Este patégeno, ocasionado por el hongo Alternaria solani, se presenta a lo largo de
todo el cultivo, especialmente en el tallo, hojas y fruto. Su importancia radica principalmente
en que, cuando se dan las condiciones favorables, se pueden originar pérdidas por el descarte
de frutos enteros y la disminuciéon de masa foliar.

Esta enfermedad se caracteriza por ser policiclica, se puede manifestar varias veces en
el mismo cultivo. Su transmision se da mediante plantines infectados, agua, viento, semillas y
herramientas. De igual importancia es conocer las condiciones en las cuales este hongo es mas
peligroso, siendo temperaturas de entre 27°Cy 30°C y alta humedad los factores que vuelven
a este patédgeno mds activo.

Los sintomas que caracterizan a esta enfermedad son la aparicion, en las hojas
maduras, de lesiones circulares de color café o negro por lo general rodeadas de un halo
clorético. El diametro de estas lesiones es de 8 a 10 mm, pero, bajo condiciones climaticas
favorables, pueden llegar a ser de varios centimetros. En los tallos se presentan lesiones
similares que en las hojas, y en los frutos se producen lesiones hendidas y firmes de color café
o verde oscuro. [27][28]

Figura 14. Hoja infectada con Tizén temprano del tomate.
Fuente: [27]
3.2.2 Tizon tardio del tomate

Este patégeno es ocasionado por un oomiceto, Phytophthora infestans, a diferencia
del Tizén temprano, que es ocasionado por un hongo. Esta enfermedad, al igual que la
mencionada previamente, también puede ocasionar grandes pérdidas e incluso la destruccion
total de un cultivo.
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Las condiciones ambientales favorables para el desarrollo de este microorganismo son
las presentes durante periodos de alta humedad. Asimismo, temperaturas de entre 17°Cy
22°C durante mas de 12h también favorecen su desarrollo.

Esta enfermedad puede atacar a la planta de tomate en cualquier etapa de su
crecimiento. Los sintomas comienzan manifestdndose como dareas necrosadas en las hojas,
rodeadas de un fieltro blanco, a la par de la aparicién de micelio. Las hojas terminan muriendo
rapidamente, pero la enfermedad termina extendiéndose a demas partes de la planta. En los
frutos se observa zonas color marrén, pero firmes. [27][29]

Figura 15. Hoja infectada con Tizdn tardio del tomate.
Fuente: [27]
3.2.3 Marchitamiento bacteriano

Esta enfermedad sistémica, causada por la bacteria Ralstonia solanacearum, afecta
principalmente al sistema vascular de la planta en el tallo y raices. Se caracteriza por afectar a
un gran numero de especies y tener una gran capacidad de sobrevivencia.

Este patdgeno puede manifestarse multiples veces en el mismo ciclo de un cultivo, por
lo que es categorizada como policiclica. Al igual que las enfermedades previamente
mencionadas, la humedad es un factor que favorece a la bacteria. Siendo las temperaturas
altas y niveles altos de humedad en el suelo lo que favorecen su manifestacion.

El principal sintoma observable es, tal como su nombre lo indica, el marchitamiento
severo, repentino e irreversible de las hojas de la planta, que comienza desde el dpice de estas.
En ocasiones es posible observar una decoloracién parda veteada de los tallos, y en el interior
de estos también es posible observar oscurecimiento en el tejido de conduccién. [27][30]



Figura 16. Hoja infectada con Marchitamiento bacteriano.
Fuente: [27]
3.2.4 Canero bacteriano

Este patégeno sistémico debe su origen a la bacteria Clavibacter michiganensis. Puede
ser encontrada en semilla, tallo, hoja y fruto. Se caracteriza por ser la enfermedad bacteriana
de mayor importancia en el cultivo, a la par de tener una amplia distribucion mundial.

Su distribucidon mundial se debe a la facilidad para su diseminacion. A larga distancia,
es por medio de semillas infectadas y para corta distancia, es por medio del suelo, agua y
labores de entutorado. Sin embargo, no posee una alta sobrevivencia en el suelo. Esta
enfermedad es considerada policiclica, y las condiciones ambientales favorables son los altos
niveles de humedad y temperaturas moderadas de entre 18°Cy 25°C.

Los sintomas que se pueden observar son el marchitamiento unilateral y la inflexién
hacia abajo de las hojas inferiores de la planta. En las hojas es posible apreciar franjas de color
claro en la nervadura, ademas, uno de los primeros sintomas en aparecer es la necrosis de los
bordes de la hoja. En el fruto se observa necrosis del cdliz e incluso a veces se manifiesta el
sintoma denominado como ojos de pajaro. A nivel del tallo se aprecia decoloracidn vascular
color café claro o amarillo, que progresivamente llega a tomar un color café rojizo. [27]

Figura 17. Hojay fruto infectados con Cancro bacteriano.

Fuente: [27]



38

3.3 Plagas del tomate

En este apartado se consideran a todos aquellos males causados por otros seres vivos
parasitos, principalmente insectos, que aquejan a la planta del tomate. A continuacion, se
presentan las mas comunes.

3.3.1 Arana roja

La Tetranychus urticae es un pequefno acaro de coloraciéon variable a lo largo de su
desarrollo, llegando a ser de color rojo cuando llega a su adultez. El tamafio de las hembras
llega a ser de entre 0.50 mm de largo y 0.30 mm de ancho mientras que el macho tiene un
tamafio bastante menor. Se caracteriza por poseer ojos de color rojo.

El principal medio que utiliza para su diseminacién es el aire, asi como el contacto entre
plantas. El desarrollo de esta plaga se ve favorecido cuando las condiciones ambientales son
calurosas y secas. Otra caracteristica de la especie es que toda la poblacién se suele situar en
el envés de la hoja.

Entre los sintomas presentes en las hojas podemos observar picaduras, a la par de la
aparicion de puntos o zonas amarillentas, que se tornan color marrén a lo largo del tiempo.
Otros sintomas mas generales son que la planta reduce su crecimiento y aparece una densa
capa de telarafias en los que se alojan estos acaros. [31][32]

Figura 18. Hoja infectada con la araiia roja.
Fuente: [32]
3.3.2 Heliothis

La Helicoverpa armigera es un miembro de la familia de los insectos que presenta
varias etapas de desarrollo, siendo su etapa larvaria la que mads dafo produce a los cultivos.
Esta plaga también tiene una alta importancia para muchos otros cultivos como el maiz o el
algodon.

Los huevos de esta especie son casi esféricos de un didmetro de aproximadamente
0.5mm de un color que pasa de blanco a marrén a medida que pasa el tiempo. En su etapa
larvaria se caracterizan por su color amarillo verdoso con puntos negros y naranjas sobre
fondo negro. Ya en su adultez presentan una envergadura de 3.5 a 4cm, el color de este
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insecto varia segun el sexo, siendo la hembra de color pardo anaranjado y el macho de color
gris verdoso.

Entre los dafnos que le ocasiona a la planta, en su estado larvario, es posible observar
cavidades circulares en los frutos en desarrollo. Sin embargo, también es comin que ataquen
al follaje. [31][32]

Figura 19. Fruto infectada con Heliothis.
Fuente: [31]
3.3.3 Mosca Blanca

Dentro de este tipo de plagas existen dos especies que afectan principalmente al
tomate, estas siendo la Bemisia tabaci y la Trialeurodes vaporariorum. Ambos son insectos
chupadores que se alimentan principalmente de la savia de las hojas jévenes provocando el
amarillamiento de estas o incluso su caida. Su ciclo de vida comienza cuando una hembra
deposita los huevos en el envés de la hoja, y es desde esta etapa que tarda de entre 30 a 40
dias en desarrollarse completamente dependiendo de las condiciones ambientales.

Las larvas Bemisia tabaci son de color amarillo, que adquieren una forma casi redonda
en su Ultima etapa larval, mientras que las larvas de Trialeurodes vaporariorum son de color
blanco. Ya en etapa adulta podemos diferenciar ambas especies por la forma de sus alas, las
de Bemisia tabaci se pliegan a dos aguas y son casi rectangulares, mientras que las de
Trialeurodes vaporariorum son horizontales y triangulares.

Entre los dafios que pueden ocasionar estos insectos tenemos directos e indirectos.
Entre los directos se tienen la aparicién de manchas clordticas y la proliferaciéon del hongo
negrilla sobre la melaza producida durante su alimentacidn. Entre los dafios indirectos se tiene
principalmente que son transmisores de multiples enfermedades, como lo son el virus del
rizado amarillo del tomate (TYLCV), el virus de la clorosis del Tomate (ToCV) y de la madurez
irregular del tomate (TIR). [31][32]

3.3.4 Minador

Existen cuatro especies de este insecto, siendo la Liriomyza trifoli la mas frecuente en
la planta del tomate. A diferencia de otras pestes, la hembra de este artrépodo deposita los
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huevos en el interior de las hojas. Es dentro de la hoja en que las larvas cumplen todo su
desarrollo, realizando galerias por su alimentacién.

Figura 20.  Especies de Mosca blanca.
Fuente: [32]

Los huevos de esta especie son de color blanco crema y tienen forma oval. Las larvas,
que se desarrollan dentro de la hoja, son de color transparente, pero cambian a un color
amarillento a medida que crecen. Cuando finalmente acaba su etapa larval, se convierten en
pupas de color marrén rojizo. Los adultos de esta especie son pequefias moscas de 2 a 3mm.
La hembra es de color negro, pero con el vientre y patas de color amarillo, se caracterizan por
poseer un aparato ovipositor con forma de pua que es usado para realizar agujeros y depositar
los huevos en la hoja. El macho es un poco mas pequefio que la hembra y no cuenta con el
mecanismo para realizar agujeros y alimentarse.

Entre los daiflos que ocasionan tenemos picaduras realizadas en la hoja de la planta
debido a la alimentacidn de este insecto, aunque también es comun la presencia de orificios
en los frutos y tallos. En su estado larval es cuando realiza los dafios mas significativos para la
planta, pues crea galerias en las hojas que llegan a necrosarse. Estas lesiones ocasionan que
se reduzca la capacidad para la realizar la fotosintesis, llegando incluso a ocasionar la caida
prematura de las hojas. [31][32]

Figura 21. Hoja infectada con Minador.

Fuente: [31]



Capitulo 4
Metodologia de la investigacion
4.1 Herramientas y tecnologias utilizadas

Comenzaremos determinando el software que usaremos para la implementacion de
nuestro algoritmo, el elegido ha sido Matlab. Bien sabemos que hay varios lenguajes de
programacién, como Python que son mds convenientes para programar algoritmos complejos
de machine learning. Sin embargo, tomando en cuenta el conocimiento previo que tenemos
con lenguaje M, el cual agilizara el proceso de creacién del cddigo, y que este lenguaje puede
perfectamente adecuarse para un algoritmo de SVM, nuestra decision final fue trabajar con
Matlab.

En Matlab contamos con librerias o toolbox orientadas al area de machine learning,
como lo es el Statistics and Machine Learning Toolbox, el cual nos proporciona funciones y
facilidades para analizar y crear modelos. Una ventaja, es que los algoritmos de clasificacion
le permiten extraer inferencias de los datos y crear facilmente modelos.

Segun la pagina oficial de Matlab, este toolbox nos brinda algoritmos de machine
learning supervisado, incluido Support Vector Machine.

Una facilidad que nos brinda Matlab es la extraccion de caracteristicas para una
representacién compacta de datos de imdagenes. La deteccidn de caracteristicas, la extraccién
de caracteristicas y la coincidencia, se combinan para resolver problemas comunes de visidn
por computadora, como deteccidén y reconocimiento de objetos, y clasificacion de texturas.
Entrando aqui a tallar otra libreria que hace posible esto: Image Processing Toolbox, la cual
nos ayudaria a llevar a cabo una mejora de imagenes, a procesar por partes conjuntos de datos
extensos de forma iterativa y a la reduccidn de ruido.

4.2 Descripcion de los procedimientos
4.2.1 Obtencion de la data

La complicada situacidn actual, imposibilita el hecho de una obtencién de datos de
primera mano, en campo, yendo a parcelas a investigar sobre las enfermedades mas comunes
de la zona y a fotografiar las hojas de tomate. Asi que se decidid usar otros métodos para la
obtencion de data en nuestro trabajo, por lo que hemos creido que lo mas conveniente es
adquirir esta informacién de bases de datos encontradas en internet.
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Alguna de las opciones es mediante la busqueda directa en pdginas web que nos
proporcionen un dataset de imagenes de hojas de tomate. Este dataset contiene imagenes
aun sin procesar (ver figura 22). Como se puede ver las imagenes aun cuentan su fondo,
entonces, al no haber sido procesadas antes, constituyen una base de datos util que le serviria
mucho a nuestro algoritmo para clasificar de manera adecuada cuando lo probemos con fotos
que si tengan fondo.

Figura 22. Foto de hoja de tomate infectado
con marchitamiento bacteriano.

Fuente: Dataset de GitHub.
4.2.2 Preprocesamiento de las imdgenes

La etapa de preprocesamiento comprende dos operaciones, las imagenes que son
inicialmente adquiridas en formato de espacio de color tradicional RGB (Red Green Blue) a
espacio de color HSV (Hue Saturation Value). Adicionalmente, las imagenes son convertidas
también a escala de grises.

Conversion de espacio de color RGB a HSV

Este tipo de conversidn se realiza para poder realzar las caracteristicas de color. La razén
para transformar cada imagen de RGB a HSV es que las caracteristicas de color que se
pueden extraer de una imagen en HSV son mads utiles en algoritmos de clasificacion
similares a la percepcidon humana.
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Conversion de espacio de color RGB a escala de grises

Este tipo de conversidn se realiza para poder realzar las caracteristicas de textura. Para este
tipo de caracteristicas es necesario usar un analisis del dominio espacial. Una forma de
describir una textura es por medio de valores de intensidad a los pixeles por medio del
método de matriz de coocurrencia. Este método esta basado en la ocurrencia de ciertas
matrices de grises en la configuracién de la textura (SGDMs) [11].

Esta textura normalmente varia rapidamente en texturas finas y mas lentamente en
texturas toscas. El método por matrices de coocurrencia del nivel de grises (GLCMs) cuenta
la frecuencia de aparicidon de pares de pixeles de un nivel de grises separados una cierta
distancia en una cierta direccion. El analisis de la imagen se da escaneando la imagen de
izquierda a derecha y de arriba a abajo.

4.2.3 Extraccion de caracteristicas

La extraccidn de caracteristicas es el paso preliminar e indispensable para la evaluacion
de resultados. Este paso tiene la intencidon de poder determinar los pardmetros en los cuales
se diferenciaran las imagenes a evaluar y los métodos a usar para extraer dichas
caracteristicas. Las caracteristicas o patrones deben tener un valor significante y deben ser
poder extraidas de las imagenes procesadas. Existen numerosa cantidad de métodos que se
pueden usar para la extraccion de caracteristicas, pero usaremos el método de reduccion de
caracteristicas debido a su facil uso en este tipo de problemas.

Caracteristicas para extraer:

Teniendo como base el conocimiento de la planta del tomate, lo primero que se debe
realizar es determinar qué caracteristicas cambian entre una hoja de tomate sana y una
enferma. Una zona facil de analizar por sus peculiares caracteristicas es la hoja del tomate,
gue se encuentra entre las mas grandes de la naturaleza. Es posible identificar cambios
entre una planta enferma y sana solo al analizar las hojas y sus particularidades.

Estas hojas presentan un color verde intenso, propio de una planta sana. Asimismo,
también presentan cierta textura propia de su especie. En vista a estas sencillas
caracteristicas del tomate, es posible clasificar mediante el color y textura a cada imagen
para poder diferenciar plantas sanas de enfermas.

Extraccidon de caracteristicas por color

Para poder realizar la extraccion de caracteristicas por color sera necesario determinar un
espacio o region de colores en el cual trabajar. La regién mas simple y comun en la que
podemos pensar es la RGB, que atribuye un valor en 3 vectores a cada pixel de la imagen.
Este valor muestra la intensidad de los colores rojo(R), verde(G) y azul(B) presentes en cada
pixel. Otra forma de caracterizar el color es por medio del concepto HSI, matiz (H),
saturacion(S) e intensidad (1). Cada color puede ser descrito por estos tres parametros y se
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considera de gran ayuda puesto que de esta forma es en el que se perciben los colores en
la naturaleza por lo que son mas instintivos para el ser humano.

Es la combinacién de los conceptos RGB con HSI los que nos permitiran distinguir colores
entre si, brinddndonos hasta 24 tipos de color basandonos en sus caracteristicas.

SLNo. Features SL.No. Features
1 Red mean 13 Hue mean
2 Red variance 14 Hue variance
3 Red range 15 Hue range
Red standard o
4 cdstar 16 Hue standard deviation
deviation
5 Green mean 17 Saturation mean
6 Green variance 18 Saturation variance
7 Green range 19 Saturation range
8 Green standard 20 Saturation standard
deviation - deviation
9 Blue mean 21 Intensity mean
10 Blue variance 22 Intensity variance
11 Blue range 23 Intensity range
12 Blue s_l'.u.ldurd 24 [nlcnsily s!undurd
deviation deviation
Figura 23. Caracteristicas de colores.

Fuente: [11].

Para aplicar el método de reduccidn de caracteristicas hay que tener presente que solo
unos pocos colores caracterizados son relevantes. Siendo estas consideradas como
nuestras primeras reducciones a la data de imagenes. La reduccion que se dard estd basada
en limites y deltas. Si un color no supera el limite establecido, entonces sera descartado. El
limite es elegido empiricamente y toma un valor de 0.2 mientras que el delta es la
diferencia entre dos valores de caracteristicas y es determinado empiricamente como 10/-
3.

Extraccion de caracteristicas por textura

La diferenciacion de imagenes es dada de la manera mads simple posible al cuantificar el
promedio de niveles de grises dentro de la matriz y visualizar el cambio en el nivel de grises
respecto de lo “aceptable”. En la siguiente tabla se muestra una posible agrupacion de
texturas para el trabajo:
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SLNo.| Features |SL No. Features S1.No. Features
i | RedGLCM |, | GreenGLCM | 5, 1p) 0 GLCM mean
mean mean
Red GLCM Green GLCM Blue GLCM
2 variance 12 variance 22 variance
3 | RedGLCM |5 | GreenGLCM | 3 |1 e GLCM range
range range
4 Red GLCM 14 Green GLCM 2 Blue GLCM
energy energy energy
Red GLCM Green GLCM Blue GLCM
5 entropy 15 entropy 25 entropy
Red GLCM Green GLCM Blue GLCM
6 | homogeneity | 16 homogeneity 26 homogeneity
Red GLCM Green GLCM Red GLCM sum
7 sum mean 17 27
sum mean mean
Red GLCM Green GLCM v
8 correlation 18 correlation 28 Blue ('l',("M
correlation
Red GLCM Green GLCM Blue GLCM
9 contrast 19 contrast 29 confrast
Red GLCM Green GLCM Blue GLCM
10 Maximum 20 Maximum 30 Maximum
Probability Probability Probability

Figura 24.  Caracteristicas de textura.
Fuente: [11].

Para aplicar el método de reduccidn de caracteristicas se debe tener en cuenta que
solo unas de las texturas son significantes para el analisis de las imagenes, siendo estas
nuestras reductoras de caracteristicas de primer nivel. La reduccién estd dada también por
limites y deltas. Cada textura que no supere el limite serd descartada. El limite que es elegido
estd basado en el promedio del valor minimo aceptable de la textura y su valor maximo. El
valor del limite es determinado empiricamente como un valor de 100. El delta es considerado
como la minima diferencia entre 2 valores de caracteristicas, es determinado empiricamente
como 10”7-3.

4.2.4 Evaluacion de resultados3

Subdivision de la data

Inicialmente se tiene un conjunto de datos preclasificados provenientes de nuestra
data obtenida. Todos estos datos clasificados podrian ser utilizados para aprender los

® Este apartado ha sido elaborado usando la referencia [33].
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pardmetros del modelo, sin embargo, existen algunos inconvenientes para esto. Si se usara la
totalidad de datos para el aprendizaje del clasificador, entonces el modelo obtenido
seguramente se ajustaria muy bien a esta data, pero no existe ninguna garantia que tendrd un
buen rendimiento cuando se le pruebe con nuevos datos.

A raiz de la idea anterior, es comun en algoritmos de Machine Learning dividir la data
original en subgrupos o sets. En principio, el conjunto de datos puede dividirse en dos grupos:
datos para el entrenamiento (training set) y datos para prueba (test set). Ambos grupos estan
compuestos por ejemplos clasificados obtenidos del conjunto de datos original, sin embargo,
cumpliran diferentes propdsitos en el algoritmo. Esta division de los datos suele hacerse de
manera aleatoria, sin embargo, cuando se cuenta con un conjunto de datos relativamente
pequeiio, una divisién aleatoria de los mismos podria ocasionar que en el training set y en el
test set no se tengan datos igual de representativos que el conjunto inicial [33].

Cuando los conjuntos de datos son pequefios, se suele preferir hacer la divisidon entre
training set y test set de manera manual, para evitar que uno de estos subgrupos no sea
representativo del conjunto inicial. Como alternativa, es posible repetir el procedimiento de
division en training y test multiples veces (generalmente, 5 o 10), y cada vez calcular los
pardmetros de rendimiento en el conjunto de prueba; asi, finalmente, estos parametros
pueden ser promediados y se obtienen los resultados finales [33].

La funcidn que cumple cada set de datos es diferente. El training set es usado para
aprender el modelo que se usara para la clasificacion, es decir, aprendera los parametros que
minimicen el error de clasificacion usando los ejemplos del training set Unicamente. Ahora,
una vez que se tiene el modelo aprendido, se aplica al test set, obteniendo unas predicciones,
es decir clasificara los datos del test set segun el modelo aprendido con el training set. Dado
que, la data de prueba ya esta preclasificada, es posible comparar los resultados de la
prediccion hecha con el modelo y la clasificacion real de cada dato.

La proporcién en que se divide el conjunto inicial de datos en los diferentes subgrupos
varia. Algunos autores utilizan una divisién 50/50, es decir, la mitad de los datos son usados
para el entrenamiento, y la otra mitad para la prueba. Sin embargo, las divisiones mas usadas
para algoritmos de clasificacion suelen ir desde 50/50 hasta 90/10, con mayoria para el
entrenamiento.

Adicionalmente, existe otro subgrupo en el que puede dividirse la data, se conoce
como datos para validaciéon (validation set) o validacion cruzada (cross-validation set). El
objetivo de utilizar un grupo de datos para validacion es que se pueda evaluar el rendimiento
del modelo creado a partir del training set, mientras se ajustan los parametros para obtener
el minimo error posible en el validation set. Esta validacién lograr reducir el error cuando el
modelo es aplicado a nueva data, como en el test set [33].
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Criterios de rendimiento de un algoritmo clasificador

Una vez que se ha aprendido el modelo usando los datos de entrenamiento. Este debe ser
puesto a prueba en el test set. Entonces se puede comparar la prediccion hecha por el
modelo con la clasificacién real que presenta la data. A continuacién, en la tabla 4.1 se
muestran los diferentes tipos de resultados que se obtienen al comparar la clasificacion
real de la data con la clasificaciéon hecha por el algoritmo.

Tabla 2. Tipos de resultados obtenidos al aplicar el modelo en el sobre una data
preclasificada.

Valor predicho
Positivo Negativo
Verdadero Falso Negativo
Positivo -
Positivo (TP) (FN)
Valor real YR
Negativo Falso Positivo (FP) Negativo (TN)

Fuente: [33].

Usando la informacién de la tabla anterior, podemos definir las siguientes cantidades
basicas para los criterios de rendimiento:

N7p: Cantidad de verdaderos positivos.
Npy: Cantidad de falsos negativos.

Npp: Cantidad de falsos positivos.

N7y : Cantidad de verdaderos negativos.

Ahora, podemos definir el primer pardmetro para evaluar el rendimiento de un algoritmo
clasificador: el error, o porcentaje de error, indica la frecuencia con la que el clasificador
entrego un valor incorrecto. Su férmula es:

_ Ngp + Npy
Ngp + Npy + Nrp + Npy

E

También, podemos definir la exactitud de un clasificador (Acc) como el complemento del
error. Es decir, hace referencia a la frecuencia con que el algoritmo ha clasificado
correctamente la data.

Nrp + Nry
Npp + Npy + Nrp + Npy

Acc=1—-E =
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Los anteriores suelen ser los dos criterios mdas bdasicos que se usan para evaluar el
rendimiento de un algoritmo clasificador, sin embargo, estos criterios no reflejan el
escenario completo, sobre todo en algunas situaciones particulares. Por ejemplo, cuando
se tienen datos que en su mayoria son negativos, por ejemplo, el 90% del test set tiene
valor negativo; entonces, si se usa un modelo que Unicamente predice valores negativos,
se tendrd que la exactitud del modelo es del 90%, a pesar de que, lo Unico que hace el
modelo es devolver valores negativos.
Con el fin de tener una evaluacién mas completa de un algoritmo clasificador, existen otros
parametros importantes. Uno de ellos es la precision (Pr), y se define como la relacién entre
las veces que el algoritmo clasificd correctamente un valor positivo y el numero total de
veces que clasificd como positivo.
pr— _ e

Nrp + Ngp
Otro parametro es la sensibilidad (Recall, en inglés) y se define como la relacidn entre las
veces que el algoritmo clasificd correctamente un valor positivo y el nimero total de
valores reales positivos que hay.

Re = —NTP

Nrp + Npy
Finalmente, se puede definir un ultimo criterio, que trata de combinar los parametros de
Precision y Sensibilidad en uno unico. Se conoce como el valor Fg, que tiene la siguiente
formula:

(B% + 1) * Pr * Re
fp = B? % Pr+ Re

El valor de § puede tomar valores desde cero hasta infinito. Cuando es mayor a 1, se le da
mayor peso a la Sensibilidad, y cuando es menor a 1, la Precisidon tiene mayor peso en la
ecuacion. Cuando se desconoce cudl de estos dos parametros deberia tener mayor peso,
simplemente puede tomar como 8 = 1. Entonces, el valor Fg se convierte en F;, cuya
féormula simplificada es:

(2) * Pr x Re
Fﬁ -

Pr + Re



Capitulo 5
Experimentacion y resultados

5.1 Experimentacion
5.1.1 Obtencion de la data

Como mencionamos en el capitulo de metodologia, no fue posible la obtencién de
datos de primera mano debido a la situacidn actual, asi que se tomé la decision de adquirir un
dataset de internet. La metodologia elegida fue tratar de comunicarnos con algunos autores
de nuestros papers usados como fuente para este trabajo, con la finalidad de que nos puedan
dar acceso a su dataset, sin embargo, no tuvimos respuesta.

Adicionalmente, especificamos que el dataset de hojas de tomate comprendia tres
carpetas, en la primera carpeta encontramos 590 imagenes de hojas infectadas con la
enfermedad de marchitamiento bacteriano (Bacterial Spot). La segunda carpeta contiene 440
imagenes de hojas infectadas con la enfermedad de Tizéon tardio del tomate (Late Blight),
finalmente la tercera carpeta contiene 591 imagenes de hojas sanas (Healthy). Entonces en
total nuestro dataset puede dividirse en 3 clases o categorias, las cuales se resumen en la
siguiente tabla.

Tabla3. Datos de dataset de tomate.

Numero de la Numero de
Nombre de clase .
clase observaciones
1 Bacterial Spot 590
Late Blight 440
3 Healthy 591

Fuente: elaboracidn propia.

Este dataset fue encontrado en GitHub, una pagina web especificamente usada para
subir cédigos de algoritmos, en uno de esos cédigos subidos se adicioné la carpeta de dataset,
sin embargo, por la extensidén del dataset creemos que el autor del cédigo obtuvo las
imagenes de otra fuente. Lastimosamente no sabemos cual es la fuente original de este
dataset, pero tenemos razones para creer que fue obtenido de la plataforma de plantvillage,
un proyecto cuya pagina web contenia mds de 50 000 imagenes de cultivos sanos y con
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enfermedades, esta pagina, sin embargo, decidié eliminar todas las imagenes que habian sido
subidas; aun asi, muchos usuarios lograron guardar estas imagenes y subirlas posteriormente,
y creemos que este es el caso de nuestro dataset del tomate.

La figura 25 es un ejemplo de una hoja de la primera carpeta, infectada con bacterial
spot; en la figura 26 pertenece a las hojas infectadas con late blight; y en la figura 27 vemos

un ejemplo de la tercera carpeta, la cual contiene imagenes de hojas sanas (healthy).

Figura 25. Foto de hoja de
tomate infectada con
marchitamiento bacteriano.

Figura 26. Foto de hoja de tomate
infectada con tizén tardio.
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Figura 27. Foto de hoja de tomate sana.

Como conclusion, podemos decir que esperamos una muy buena precision en la
clasificacién de las hojas de tomate, y que la calidad de las fotos es muy buena, todas estan
tomadas a una distancia adecuada de la hoja y todas desde arriba, sin caer en dngulos raros.

5.1.2 Procesamiento de la data

El objetivo de implementar esta etapa en nuestro programa clasificador es obtener
una data mas “apta” para las siguientes etapas del programa, por ejemplo, la extraccién de
caracteristicas, y, con ello contribuir al mejor desempeno general del algoritmo clasificador.

Como se ha visto en el capitulo anterior, la etapa de procesamiento de la data puede
incluir distintos pasos. Hay que aclarar que en este capitulo nos referimos a “procesamiento”,
en lugar de “preprocesamiento”, porque no incluimos Unicamente pasos para pre-procesar
las imagenes del dataset, sino también, otros pasos como la divisién del dataset en training
set y test set, para entrenar y probar el modelo SVM, respectivamente; asi como, la
segmentacion de las imagenes que contienen enfermedades para aislar las zonas afectadas;
entre otros. El desarrollo de estos pasos se explica a continuacion.

Division del dataset en training set y test set

El primer paso que debe realizar el programa es la adquisicion del dataset para guardarlo
como una variable con la que se pueda trabajar, a continuacidn, debe realizarse la divisién
de este dataset en dos grupos, uno de los cuales contendra las imagenes utilizadas para
entrenar el SVM, mientras que el otro, contendrd las imagenes para probar el modelo. Esto
quiere decir que, durante el entrenamiento no se usara ninguna imagen del test set, las
cuales estan reservadas como imagenes inéditas para el modelo, con el fin de poder evaluar
su desempefio de clasificacién en ellas.

El pardmetro que hay que escoger es la proporcidon en la que decidamos dividir el

dataset, por conveniencia, llamaremos “m” a este parametro. Hemos decidido que, la divisién
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del dataset se hard igual para cada una de las clases, es decir, si elegimos un parametro m
igual a 0.5, las imagenes de cada clase se dividiran en dos partes iguales.

Se puede notar que, si escogemos valores de m muy pequeiios (menores a 0.5 por
ejemplo), la mayor proporcion de las imagenes seran utilizadas para probar el modelo y no
para entrenarlo. Esto es un problema sobre todo cuando se trabaja con dataset no muy
grandes, ya que se usaria un numero reducido de imagenes para el entrenamiento. Por otro
lado, si escogemos valores de m muy altos (cercanos a 1), casi la totalidad de imagenes se
utilizarian para el entrenamiento, quedando muy pocas para el probar el desempefio del
algoritmo. De nuevo, si se cuenta con un dataset no muy grande, tener pocas imdagenes en el
test set podria significar no obtener métricas de evaluacidn realmente representativas del
desempefiio del algoritmo.

Con el fin de evaluar cudl valor de m escoger, nos basaremos en los criterios de
rendimiento de un algoritmo clasificador, vistos en el capitulo anterior. Se busca maximizar
estos valores, puesto que, cuando m es mas pequeiio del adecuado, las métricas de evaluacién
seran menores de las ideales porque no el modelo ha sido entrenado con pocas imagenes, v,
cuando m es mas grande del adecuado, las métricas también serdn menores de las ideales
porque existen pocas imagenes de prueba, ocasionado que sea mas facil para el algoritmo
obtener calificaciones altas.

Para hallar el mejor valor de m, se corrié el programa usando multiples valores de m,
desde 0.4 hasta 0.95, tomando nota de los resultados obtenidos para cada vez. Al final, se
obtuvieron los siguientes resultados.

Tabla4. Valores de exactitud y error obtenidos por el modelo SVM para distintos
valores de m (proporcion del training set).

Valor de m Exactitud Error
0.40 0.9319 0.0681
0.45 0.9242 0.0758
0.50 0.9217 0.0783
0.55 0.9500 0.0500
0.60 0.9187 0.0812
0.65 0.9405 0.0595
0.70 0.9417 0.0583
0.75 0.9500 0.0500
0.80 0.9542 0.0458
0.85 0.9611 0.0389
0.90 0.9500 0.0500
0.95 0.9500 0.0500

Fuente: Elaboracion propia.
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Hay que aclarar que, este ensayo para hallar el m se realizé en un modelo SVM entrenado
con imdagenes del dataset del tomate. De los resultados obtenidos, hemos concluido que,
los mejores valores de exactitud del modelo se obtienen cuando m se encuentra alrededor
de 0.8 y 0.85. Preferimos trabajar con migual a 0.8, para evitar correr el riesgo de reservar
muy pocas imdagenes para probar el algoritmo.

Las lineas de cédigo utilizadas para adquirir el dataset en el entorno de Matlab y para la
particion de este en training set y test set, se muestran en el Anexo 2.A.

Conversion a espacio de color HSV y a escala de grises

Este es un paso que se realiza inmediatamente antes de extraer las caracteristicas de una
imagen, ya sea que se haya segmentado o no.

El espacio HSV también es tridimensional como el RGB. La primera dimensién H representa
el matiz de un pixel, S representa la saturacidon y V representa el valor en una escala que va
de negro a blanco. La razén de transformar cada imagen de RGB a HSV es que, las
caracteristicas de color que se pueden extraer de una imagen en HSV son mas utiles en
algoritmos de clasificacion.

Asi, en nuestro algoritmo cada imagen es convertida de RGB a HSV con el fin de extraer sus
caracteristicas de color, pero también, es convertida a escala de grises, con el fin de extraer
caracteristicas de textura, en las cuales los colores no son particularmente utiles. Para
realizar ambas transformaciones, MATLAB también contiene funciones que hacen el
proceso de transformacion de cada pixel directamente.

El cédigo que realiza estas transformaciones se encuentra en el Anexo 2.B. donde se
muestra también el codigo de extraccién de caracteristicas.

5.1.3 Extraccion de las caracteristicas

Se han extraido dos tipos de caracteristicas: de color y de textura. Esta decisiéon se
tomdé porque al utilizar simultdneamente ambos tipos, el desempeno del algoritmo
clasificador mejora. En la siguiente tabla se muestra el resumen de las caracteristicas que se
extrajeron de cada imagen.

Tabla5. Lista de caracteristicas extraidas de cada imagen

Caracteristicas de color Caracteristicas de textura
(en espacio de color HSV) (en escala de grises)
Media del componente H Contraste
Media del componente S Correlacion
Media del componente V Energia
Desviacidn estandar de H Homogeneidad
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Desviacion estandar de S Entropia

Desviacion estandar de V Media de escala de grises

Desviacion estandar (escala de

Maximo valor de H grises)

Media cuadratica (en escala de
Maéximo valor de S

grises)
Maximo valor de V Varianza
Minimo valor de H Suavidad
Minimo valor de S Curtosis
Minimo valor de V Asimetria

Fuente: Elaboracion propia.

Como puede observarse en la tabla, las caracteristicas de color consisten en la media,
la desviacidn estandar, el valor maximo y el valor minimo de cada uno de los componentes (H,
S y V) de la imagen transformada al espacio de color HSV. Por otro lado, para extraer las
caracteristicas de color se transformé a escala de grises cada imagen con el fin de obtener la
matriz de co-ocurrencia en escala de grises o GLCM (Gray-Level Co-occurrence Matrix). Esta
matriz se construye a partir de un método estadistico aplicado a los pixeles de una imagen en
escala de grises, y de ella pueden extraerse la mayoria de las caracteristicas de textura de una
imagen.

Para hallar la media, la desviacién estandar, los valores maximos y minimos, asi como
la matriz de co-ocurrencia (GLCM) y sus propiedades derivadas (contraste, homogeneidad,
energia, etc.), existen en MATLAB funciones especificas para cada fin, por lo que la extraccidon
de las caracteristicas se implementa con facilidad. Finalmente, en el Anexo 2.B. se muestra el
cddigo usado para la extraccion de caracteristicas de una imagen. En este cddigo también
puede encontrarse las lineas de cddigo que realizan las transformaciones a cada espacio de
color usado.

5.1.4 Seleccion del modelo SVM

Una vez que se han extraido las caracteristicas de cada imagen del training y del test
set, es momento de entrenar a la Maquina de Soporte Vectorial (SVM). El enfoque usado para
el diseio del programa clasificador fue encontrado tras la comparaciéon de dos modelos.

Primer modelo SVM para el dataset del tomate

Como primer modelo se pensé en utilizar un Unico modelo SVM multiclase, del tipo One vs.
All (uno contra todos), para clasificar a las imdgenes en las 3 clases que contiene el dataset
del tomate.
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El método SVM One vs. All se usa para clasificar data que contiene mds de dos clases.
Basicamente consiste en crear tantos modelos SVM binarios (dos clases) como clases hay
presentes en la data. Asi, como la data del tomate tiene 3, en realidad se crean 3 modelos
SVM. El primero de ellos se usa para separar la clase 1 de las demas, el segundo, para
separar la clase 2 de las demas, mientras que el tercero, para separar la clase 3 de las
demds. Al final, cuando se busca clasificar una nueva imagen, se evalla utilizando cada uno
de los 3 modelos, y aquel modelo con el que se obtenga el mayor valor correspondera a la
clase predicha para tal imagen.
MATLAB nos presenta una funcién muy util para entrenar un modelo de Support Vector
Machine (SVM), ésta se llama: fitcSVM. Esta funcién requiere del ingreso de una matriz
gue contenga las caracteristicas predictoras de cada imagen y otra que con la clase
asignada para cada una. Estas matrices se construyen a partir del training set, pues son las
que usara la funcién fitcSVM para realizar el entrenamiento del modelo.
Uno de los parametros a seleccionar cuando se entrena un modelo SVM es el Kernel a
utilizar. Cuando la data no es linealmente separable, los Kernel mas utiles y robustos son
los Gausianos (Gausian Kernel) y el Kernel de Base radial o Radial Basis Function (RBF). En
nuestro modelo SVM nosotros hemos escogido la funcion Kernel de tipo RBF, pues nuestra
data no es linealmente separable.
Finalmente, la funcidn fitcSVM se encarga de realizar la optimizacién de hiperpardmetros,
gue son aquellos parametros que regiran el entrenamiento del modelo SVM, es decir, son
parametros que deben seleccionarse antes del entrenamiento y que, de los cuales depende
ampliamente el desempefio que puede tener el modelo al ser probado en nueva data. La
optimizacién de los hiperparametros se realiza de manera iterativa, buscando reducir el
valor de la funcién objetivo (Objective Function) del modelo. En MATLAB, la funcion
objetivo que se busca minimizar es:

Objective Function = log(1 + CVloss)

Donde CVloss representa el error que se comete en la data para validacién cruzada (Cross-
validation). Durante la optimizacién de los hiperparametros, MATLAB nos muestras las
graficas 28 y 29.

En la figura 28 se muestra en los ejes X e Y los hiperpardmetros a optimizar, mientras que
en el eje vertical Z, se muestra el valor de la funcidn objetivo que se busca minimizar. En la
figura 29 se muestra en el eje de las abscisas el nUmero de iteraciones realizadas y en el de
las ordenadas, el valor de la funcién objetivo. De ambas graficas podemos notar que el
método de optimizacidn converge hacia un valor minimo de la funcién objetivo después de
30 iteraciones, obteniendo asi los hiperparametros 6ptimos a utilizar en el entrenamiento
del SVM.
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Finalmente, en el Anexo 2.C. se muestra el cédigo utilizado para la creacién del modelo
SVM multiclase con el método One vs. All, y usando la funcién implementada en MATLAB
fitcSVM con sus respectivas opciones de optimizacién de hiperparametros.

Objective function model
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Figura 28. Optimizacion de hiperparametros durante el entrenamiento de
modelo SVM.
Fuente: Elaboracidn propia
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Figura 29. Optimizacion de hiperpardmetros durante el entrenamiento de
modelo SVM.

Fuente: Elaboracion propia.
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Segundo modelo SVM para el dataset del tomate

La principal diferencia con el primer modelo SVM para la data del tomate, es que este
modelo no utiliza un SVM multiclase, sino que, usa dos modelos independientes SVM
binarios o de dos clases. Esto quiere decir que, mientras para el primer modelo se realiza
la clasificacidn en una sola etapa usando un SVM multiclase para 3 clases, para este
segundo modelo se ha visto conveniente realizar una clasificacidén en dos etapas, utilizando
en cada una un SVM binario o de dos clases.

En la siguiente figura se muestra un esquema que resume como se realiza la clasificacion

usando este modelo.

Imagen de Hoja
de tomate
A 4
Primer modelo
SVM binario
v Clasificada como v
Hoja Sana Hoja Enferma
v
Segundo modelo
SVM binario
l Clasificado como
Bacterial Spot Late Blight
(BS) (LB)

Figura 30. Esquema del disefio del segundo modelo SVM para clasificar imagenes

del tomate.

Fuente: Elaboracion propia.

Como puede verse en la figura 30 se requieren dos modelos SVM independientes. Uno
entrenado para clasificar imagenes de tomate en dos clases: Sanas y enfermas; y otro, para
clasificar las imagenes de hojas enfermas en dos clases: con Bacterial Spot (BS) o Late Blight
(LB). De esta manera, una imagen inédita puede ser clasificada en las tres clases que posee el
dataset del tomate, pasando consecutivamente por dos modelos SVM.
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Si el primer modelo SVM clasifica una imagen de hoja de tomate como sana, entonces
termina el proceso de clasificacidén. En cambio, si la clasifica como una hoja enferma, entonces,
proceden a ser extraidas sus caracteristicas, para predecir con el segundo modelo SVM si es
que la hoja posee marchitamiento bacteriano (BS) o Tizon tardio (LB).

La razén por la que se decidié este diseno de clasificador SVM en dos etapas, en lugar
de realizar una clasificacidon en una etapa con un SVM multiclase (como con el primer modelo)
fue principalmente para poder comparar ambos modelos y asi decidir cual de ellos es el mas
adecuado.

El cédigo utilizado para entrenar el modelo SVM binario o de dos clases se muestra en
el Anexo 2.D. Finalmente, cabe mencionar que, los resultados del desempefio de estos
modelos clasificadores se presentan en la seccion.

5.1.5 Seleccion de los criterios de evaluacion

En la dltima seccion del capitulo 4 se describen los principales pardmetros utilizados
para medir el desempefio de un algoritmo clasificador. Estos parametros lo que buscan es dar
una idea de qué tan bien clasificaria nueva data un determinado algoritmo clasificador, por lo
tanto, estos parametros se calculan a partir de una comparacién entre las clases predichas por
el clasificador para las observaciones del test set y las clases reales que poseen estas
observaciones del test set.

La mejor manera para comparar las clases predichas por el clasificador vs. las clases
reales asignadas a cada observaciéon es usando la Matriz de Confusion. Esta se explica en el
siguiente a continuacién.

La Matriz de Confusiéon*

En el campo de la inteligencia artificial, la matriz de confusion, también llamada matriz de
error, es una tabla de contingencia usada como herramienta estadistica con el fin de
analizar las observaciones emparejadas, visualizando el desempefio de un algoritmo, que
es aplicado en un aprendizaje supervisado derivado de la clasificacién de datos procedente
de imagenes. Es una matriz n*n en la que cada columna de la matriz representa el nimero
de predicciones de cada clase y cada fila representa las instancias en la clase real.

La matriz de confusidén es muy util ya que posibilita observar la confusién de dos clases en
el sistema. Si la tasa de error varia considerablemente debido a las muestras de las
diferentes clases ingresadas como datos de entrada, quiere decir que la tarea que cumple
el algoritmo de clasificacion no es eficiente. Por ejemplo, si se tiene 1950 muestras de la
clase 1y 50 muestras de la clase 2, el clasificador tiene un mayor sesgo hacia la clase 1. Si
todas las muestras las considera como clase 1, obtendrd una precision del 99%. Esto quiere
decir que no es un clasificador eficiente, ya que obtuvo un 100% de error en la clasificacidon
de la clase 2.

4 Este apartado ha sido elaborado usando las referencias [34] [35].
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Tabla 6. Matriz de confusion.

Prediccion

Positivos Negativos

Verdaderos Falsos

Positivos Positivos (VP) | Negativos (FN)

Falsos Verdaderos

Observaciones

Negativos Positivos (FP) Negativos (VN)

Fuente: [34]

Para poder utilizar este método de evaluacion de un modelo de clasificacidn se necesita
separar la data de un entrenamiento en dos datasets.

1. Train (80%)
2. Test (20%)

Se entrena un modelo utilizando las observaciones que estan en el training data vy
posteriormente, se evaluara el modelo utilizando las observaciones del test set.

Esto ayuda a medir el comportamiento del modelo cuando se le aplica data nueva. La matriz
tiene la siguiente estructura.

e VP es la cantidad de positivos que fueron clasificados correctamente como positivos
por el modelo.

e VN es la cantidad de negativos que fueron clasificados correctamente como negativos
por el modelo

e FNeslacantidad de positivos que fueron clasificados incorrectamente como negativos

e FPeslacantidad de negativos que fueron clasificados incorrectamente como positivos.

Parametros seleccionados para medir el desempeio de un SVM binario

Estos parametros son los mismos que se presentan junto con sus respectivas férmulas en
el capitulo de Metodologia de la Investigacion. A continuacién, se muestra una tabla con el
resumen de estos parametros y sus férmulas.

Es importante aclarar que estas métricas son validas, tal y como se presentan, para analizar
el desempefio de un clasificador binario o de dos clases, donde pueden definirse
univocamente las clases: positivo y negativo. Siempre que se pueda definir tales clases, serd
posible hallar los parametros de |a tabla 5.6.
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En nuestro segundo modelo de algoritmo para clasificar hojas de tomate, usamos dos
modelos SVM binarios. Por lo que, es posible hallar las respectivas métricas de desempefio
para cada uno de estos. Primero, hay que definir la clase positiva y negativa. Por ejemplo,
podemos escoger para el primero clasificador SVM, que la clase positiva sea una hoja
enferma y la negativa, una hoja sana; mientras que, para el segundo clasificador SVM, se
podria seleccionar la clase Bacterial Spot como positiva, y Late Blight, como la negativa, o
viceversa. De cualquier forma, es posible obtener los parametros mencionados.

Tabla7. Pardmetros (o métricas) para medir el desempefio de un clasificador SVM
binario, con sus férmulas.

Parametros (o métricas) de Férmula
desempeiio

E= Ngp + Npy
Ngp + Npy + Nrp + Npy

Error (Error)

Acc=1—-E
Exactitud (Accuracy) Nrp + Npy

~ Ngp + Npy + Npp + Ny

Precision (Precision) Pr = Nrp
Nrp + Npp
Sensibilidad (Recall) Re = =P
NTP + NFN
(2) * Pr x Re
Valor F1 (F1 score) Fp = “ PrtRe

Fuente: Elaboracion propia.

Recordando que:

Nrp: Cantidad de verdaderos positivos.
Ngp: Cantidad de falsos negativos.

Ngp: Cantidad de falsos positivos.

N7y Cantidad de verdaderos negativos.

Parametros seleccionados para medir el desempeno de un SVM multiclase

Cuando se quiere cuantificar el desempeio de un algoritmo clasificador multiclase, no se
pueden utilizar directamente las formulas de la tabla 5.6., debido a que, al haber mas de
dos clases, no se puede seleccionar univocamente una clase positiva y una negativa. En
estos casos, se tiene que escoger una clase como positiva y todas las demds como
negativas, asi, es posible calcular la precisidn, la sensibilidad y el valor F1 de esta clase en
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particular. Es decir, para clasificadores multiclase, no existe un Unico valor de precision,
sensibilidad o valor F1, sino que, se habla de precisién de clase, sensibilidad de clase y valor
F1 de clase.

Adicionalmente, es posible calcular el promedio de las precisiones de todas las clases, asi
como, el promedio de todas las sensibilidades y de todos los valores F1. Este promedio
puede hacerse de manera simple o de manera ponderada, teniendo en cuenta el nimero
de observaciones presentes en cada clase. Asi, se definen las siguientes férmulas:

Tabla 8. Parametros (o métricas) para medir el desempefio de un clasificador SVM

multiclase, con sus férmulas.

Parametros (o métricas) de Eérmula
desempeiio
B i=1 Py
« o7 . . r = —
Precisién promedio simple n
P Zl_lpri *Mm;
Precision promedio ponderado S nom
—w i=1 Re;
ol ops . 9 e = ——
Sensibilidad promedio simple n
== Zl_l Re; * m;
Sensibilidad promedio ponderado €= nomy
—1 711—1 Fli
Valor F1 promedio simple e n
'\1 _ Zl—l Fll *m
Valor F1 promedio ponderado 3 nomy

Fuente: Elaboracion propia.

Donde:
m: Nimero de observaciones por clase

n: Nimero total de clases

A diferencia de la precision, sensibilidad y valor F1, la exactitud y el error no
necesariamente se calculan como un promedio. Recordando la definicion de estos
parametros, podemos definir a la exactitud como el cociente entre el nUmero total de veces
que el algoritmo clasificé correctamente una imagen sobre el nimero total de clasificaciones
que hizo. Por consiguiente, el error se define como 1-Acc.

En el Anexo 2.E. se muestran las lineas de cédigo usadas para obtener todos los
parametros de desempefio mencionados para un clasificador SVM multiclase, asi como, su

respectiva matriz confusion.
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5.2 Resultados obtenidos
5.2.1 Resultados obtenidos con el dataset de hojas de tomate usando el primer modelo
SVM

Para poder realizar la evaluacién del clasificador, sera necesaria la creaciéon de una
matriz de confusién. Esta es obtenida tras la evaluacién del test set en un total de 264
imagenes de las clases: saludables (“healthy”, clase 2), con presencia bacteriana (“bacterial
spot”, clase 1) y con presencia de Tizén tardio (“late blight”, clase 3). La matriz de confusién
para el clasificador SVM multiclase:

Tabla9. Matriz de confusidn para el modelo SVM multiclase del dataset de tomate.
Clase predicha por SVM
Clase 1 Clase 2 Clase 3
Clase 1 83 0 5
Clase real Clase 2 0 88 0
Clase 3 5 2 81

Fuente: Elaboracion propia.

Como podemos observar, el algoritmo no es del todo perfecto. Hubieron imagenes
clase 1 que el algoritmo clasifico erréneamente como como clase 3, a la vez que imagenes
clase 3 que fueron clasificadas erroneamente como clase 1 o 2. Nos podemos dar cuenta
tambien que todas las imdagenes de clase 2 (Healthy) fueron clasificadas correctamente.

Es a partir de los valores de esta tabla que podemos hallar la precision para cada clase,
la sensibilidad y la exactitud que nos proporciona el cédigo. Obteniendose:

Tabla10. Calculo de la precision y sensibilidad de cada clase para el modelo SVM
multiclase.
Clases Precision Sensibilidad
1 83 _ 0.943 = 0.943
83+5 83+5
2 = 097778 88 _ 1
88+2 88
3 = 0.94186 81 = 0.92045
81+5 81+5+2

Fuente: Elaboracién propia.
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Precision promedio: 0.954
Sensibilidad promedio: 0.8955
Fl promedio: 0.554
Exactitud: 0.955

Error: 0.045

Clases Precision Sensibilidad Fl Observ
1 0.94318 0.94318 0.%4318 B8
0.97778 1 0.98876 88
3 0.%418¢ 0.92045 0.93103 B8

Figura 31. Tabla que muestra la precisidn, sensibilidad y valor F1 para el modelo
SVM multiclase del dataset de tomate.

Fuente: Elaboracidn propia.

Podemos observar que el algoritmo presenta un error del 4.5%, lo que nos indica que
nuestro algoritmo es lo suficientemente aceptable para la evaluacién de futuras imagenes.

Ya con el algoritmo entrenado, se procedié a ponerlo a prueba con datos nuevos a

clasificar para poder tener una idea de su performance. Se le puso a analizar 15 imagenes,

brindandonos los siguientes resultados:

4\ RESULTADOS DE LA CLASIFICACION - O X
Nrolmagen ClaseAsignada NombreClase

1 1 bacterialspot

2 2 1 bacterialspot

3 3 1 bacterialspot

4 4 1 bacterialspot

5 5 1 bacterialspot

6 6 2 healthy

7 7 2 healthy

8 8 2 healthy
9 2 healthy

0 10 2 healthy

1 1 3 lateblight

2 12 3 lateblight

3 13 3 lateblight

4 14 3 lateblight

b 15 3 lateblight

Figura 32. Resultados obtenidos al clasificar 15 imagenes con el

clasificador SVM multiclase.

Fuente: Elaboracion propia.
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Como se observa, el algoritmo logro clasificar correctamente las 15 imagenes de

prueba. Nos podemos dar cuenta de la gran precisidn que este posee.

5.2.2 Resultados obtenidos con el dataset de hojas de tomate usando el segundo modelo
Svm

Recordemos que el programa para clasificar hojas de tomate tiene dos modelos SVM
binarios, por lo que, se presentan los resultados obtenidos, con cada uno de ellos.

Primer SVM (Hoja sana vs. Hoja enferma)

Hallamos la matriz de confusidn para este modelo SVM binario, al haberse probado en 324

observaciones de las clases: Sana y Enferma.

Tabla 11. Matriz de confusion para el primer modelo SVM binario del dataset de
tomate.
Clase predicha por SVM
Clase 1: Enferma Clase 2: Sana
Clase 1: Enferma 205 1
Clase real Clase 2: Sana 1 117

Fuente: Elaboracion propia.

Como se puede observar, el algoritmo clasifica las imagenes con una precisién muy
cercana al 100%. Solo 2 imagenes fueron clasificadas equivocadamente a pesar de ser un total
de 324. Esta gran precision se debe tanto a la notable diferencia entre ambas clases como la

gran calidad de las imagenes.

Es a partir de los valores de esta tabla que podemos hallar la precision para cada clase,
la sensibilidad y la exactitud que nos proporciona el cddigo. Obteniendose:

Tabla 12. Célculo de la precision y sensibilidad de cada clase para el
primer clasificador Binario del segundo modelo SVM.
Clases Precision Sensibilidad
205 205
1 205+1 205+1
= 0.995145 = 0.995145
2 17 __ 0.99152 U7 __ 0.99152
117+1 117+1

Fuente: Elaboracion propia.
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Los parametros de desempefio calculados se muestran en la siguiente figura.

Clases Precision Sensibilidad Fl Obserxrv
1 0.99515 0.99515 0.99515 206
2 0.99153 0.99153 0.99153 118

Precision promedic: 0.993
Sensibilidad promedio: 0.883
Fl promedio: 0.99%3
Exactitud: 0.5%4

Error: 0.006

Figura 33. Tabla que muestra la precision, sensibilidad y valor F1 para el primer
modelo SVM binario del dataset de tomate.

Fuente: Elaboracion propia.

Como es un clasificador binario, en la figura 33 pueden verse dos filas, cada una
correspondiente a una clase. Los valores de precision, sensibilidad y F1 en cada fila se han
hallado considerando ala correspondiente clase como la clase positiva. Esto quiere decir que,
cuando se considera a la clase “Enferma” como clase positiva, se obtiene:

Pr=0.99515
Re=0.99515
F1=0.99515
Segundo SVM (Bacterial Spot vs. Late Blight)
Hallamos la matriz de confusion para este modelo SVM binario, al haberse probado en 206

observaciones de clases: Bacterial Spot (BS) y Late Blight (LB).

Tabla 13. Matriz de confusion para el segundo modelo SVM binario del dataset de

tomate.
Clase predicha por SVM
Clase 1: BS Clase 2: LB
Clase 1: BS 116 2
Clase real
Clase 2: LB 4 84

Fuente: Elaboracion propia

Como se puede observar, este segundo algoritmo clasifica las imagenes con una precisién
muy alta, pero no tanto como el primero. De las 206 imdagenes que fueron clasificadas, solo
6 fueron clasificadas erréneamente. A pesar de poder apreciar una gran precision, esta no
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llega al nivel del primer SVM. Esto se debe a que la diferencia entre hojas enfermas no es
tan notoria como la diferencia entre hojas sanas y enfermas.

Es a partir de los valores de esta tabla que podemos hallar la precision para cada clase, la
sensibilidad y la exactitud que nos proporciona el cédigo. Obteniendose:

Tabla 14. Calculo de la precisién y sensibilidad de cada clase para el
segundo clasificador Binario del segundo modelo SVM.
Clases Precision Sensibilidad
1 16 __ 0.96667 116 __ 0.98305
116 +4 116 +2
2 = 0.97674 8 _ 0.95454
84+2 84+4

Fuente: Elaboracion propia

Los parametros de desempefio calculados se muestran en la siguiente figura.

Clases Precision Sensibilidad Fl Observ
0.96667 0.98305 0.97479 118
0.97674 0.95455 0.96552 88

Precision promedio: 0.872
Sensibilidad promedio: 0.969
Fl promedioc: 0.970
Exactitud: 0.971

Error: 0.02%

Figura 34. Tabla que muestra la precisién, sensibilidad y valor F1 para el segundo
modelo SVM binario del dataset de tomate.

Fuente: Elaboracidn propia.

Como es un clasificador binario, en la figura 34 pueden verse dos filas, cada una
correspondiente a una clase. Los valores de precisidn, sensibilidad y F1 en cada fila se han
hallado considerando a la correspondiente clase como la clase positiva. Esto quiere decir
gue, cuando se considera a la clase BS como clase positiva, los resultados son realmente
buenos, superiores a 0.95; de la misma manera, cuando se considera a la clase LB, los
valores rondan los mismos buenos resultados.

Una vez se tienen entrenados ambos algoritmos clasificadores SVM, podemos probar el
programa ingresando imagenes aleatorias del dataset de hojas de tomate, para ver qué tan
bien las clasifica. En la siguiente figura se muestra el resultado de la clasificacién de 15

imagenes.
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4 RESULTADOS DE LA CLASIFICACION - O =

Nrolmagen NombreClase
1 Bactenal_Spot
2 Bacterial_Spot
3 Bacterial_Spot
4 Bactenial_Spot
5 Bacterial_Spot
6 Saludable
7 Saludable
8 Saludable
9 Saludable

10 Bacterial_Spot
11 Late_Blight
12 Late_Blight
13 Late_Blight
14 Late_Blight
15 Late_Blight

N 2 @ Ne ta Wl =

[ Y
AW

Figura 35. Resultados obtenidos al clasificar 15 imagenes con dos
clasificadores binarios. Fuente: Elaboracién propia

Como puede verse en la figura 36, cuando una imagen es clasificada, el programa muestra
la clase a la cual pertenece, pudiendo ser clasificada como Late Blight, Bacterial o Sana.

Clasificado como: Hoja sana

Clasificado como: Tomato Late Blight

Figura 36. Ejemplos de resultados de la clasificacion de una hoja de tomate enfermay
otra sana. Fuente: Elaboracién propia.






Capitulo 6
Discusion de resultados
6.1 Comparacion de resultados obtenidos con ambos dataset

En el presente trabajo se han realizado dos programas clasificadores, basados en
Maquinas de Soporte Vectorial (SVM), para clasificar imagenes de hojas de tomate que
puedan contener determinadas enfermedades. Esto quiere decir que se ha empleado un
mismo dataset para el entrenamiento y prueba de ambos clasificadores. Debido a las
multiples opciones encontradas para la elaboracidn del clasificador, se decidié optar por dos
diferentes enfoques para el disefio de los clasificadores.

Como primer enfoque se decidié entrenar directamente un clasificador SYM multiclase
(uno vs todos), obteniéndose muy buenos resultados de clasificacion. Esto se puede
comprobar con los resultados mostrados en la figura 31. Los valores de precision, sensibilidad
y valor F1 para cada una de las 3 clases con las que se trabajo, son todos superiores a 0.92,
obteniéndose valores promedios superiores a 0.95 para este clasificador, esto quiere decir un
error de clasificacién menor a 0.05.

Para este clasificador, observamos en la figura 31. que la clase “2”, correspondiente a
las hojas de tomate saludables, obtuvo los maximos valores de precision y sensibilidad, en
comparacion con las demas clases. Especificamente, la sensibilidad obtenida para la clase
“saludable” es de 1, esto quiere decir que, dentro del test set, el SVM multiclase clasificé
correctamente todas las imagenes de hojas de tomate saludables. Ademas, el valor de
precision de esta clase es de 0.9778, lo que significa que de todas las instancias en que el
programa clasificé una imagen como “saludable”, acertd en el 97.78% de ellas.

Los resultados superiores de clasificacién obtenidos para la clase “saludable” con este
primer enfoque, nos indican que para el clasificador multiclase es mas facil identificar
correctamente, dentro de un grupo de imagenes inéditas de hojas de tomate, aquellas que
corresponden a hojas saludables. La razén puede estar en que existen mayores diferencias
visuales entre las hojas sanas de tomate y aquellas que tiene alguna enfermedad. Estas
mismas diferencias se traducen en diferencias en las caracteristicas extraidas para cada
imagen, por lo cual el programa puede reconocer con mayor precisién y sensibilidad a las hojas
saludables.
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Parece evidente que se pueden obtener mejores resultados de clasificaciéon cuando lo
que se busca es clasificar hojas sanas o enfermas, que cuando se busca clasificar hojas entre
distintos tipos de enfermedades. Sin embargo, el clasificador multiclase ha obtenido,
igualmente, valores de precision y sensibilidad altos en las clases “1” y “3”, que corresponden
a hojas de tomate con presencia bacteriana (“bacterial spot”) y con presencia de Tizén tardio
(“lateblight”), respectivamente. Esto quiere decir que el SVM multiclase es capaz de
encontrar, a partir de las caracteristicas de color y textura extraidas en cada imagen, las
diferencias suficientes para clasificar correctamente la gran mayoria de imagenes inéditas.

Como segundo enfoque para las imagenes del dataset de hojas de tomate, se decidid
utilizar una clasificacién en dos etapas: la primera para clasificar a las hojas entre saludables y
enfermas, y la segunda para clasificar las hojas enfermas en Bacterial Spot (BS) y Late Blight
(LB). La razén para utilizar esta configuracién es principalmente comparar ambos modelos, y
asi obtener el mejor clasificador, como ya se explicé en el capitulo anterior.

En cada etapa de clasificacion se ha usado un clasificador SVM binario. Para el primer
clasificador, los resultados de sensibilidad y precision (figura 33.) de la clase “hoja enferma”
son ambas 0.99515. Esto quiere decir que, dentro del test set utilizado, el primer SVM clasifico
el 99.5% de las “hojas enfermas” correctamente, y de todas las veces que el clasificador
identificd una hoja enferma, acertd, de igual manera, el 99.5% de ellas. A la luz de estos
resultados, podemos decir este primer clasificador hace un muy buen trabajo en diferenciar a
las hojas de tomate que presentan alguna enfermedad de las hojas sanas. Estos resultados no
deben tratarse como los finales, puesto que aun falta comprobar la precisién del segundo
clasificador.

Para el segundo clasificador SVM binario, se ponian a evaluacidon las imdagenes
clasificadas previamente como enfermas. En este caso, pese a que ambas clases no contenian
la misma cantidad de imdgenes para entrenamiento y prueba, ambos resultaron con niveles
bastante altos de precisién y sensibilidad. La clase de Bacterial Spot consiguié valores de
precision y sensibilidad de 0.96667 y 0.98305 respectivamente; mientras que la clase de Late
Blight consiguio valores de precisidon y sensibilidad de 0.97674 y 0.95455 respectivamente.

Podemos decir que se han conseguido resultados bastante aceptables para el
programa clasificador de hojas de tomate utilizando dos etapas. Sin embargo, aun de esta
forma no se pudo obtener los mismos resultados del clasificador multiclase de hojas de
tomate. Las razones de esta diferencia en resultados entre ambos programas se encuentran
principalmente en las diferencias entre los dataset. Aquellas diferencias pueden clasificarse
como cuantitativas y cualitativas.

6.2 Valoracion final de los resultados

Si bien los resultados obtenidos para ambos programas clasificadores son muy
positivos, debemos reconocer que no es posible garantizar resultados idénticos cuando sean
puestos a prueba con nuevas imagenes de hojas de tomate. En este caso, el desempeiio del
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clasificador dependera de varios factores, como la forma en que ha sido tomada la fotografia,
el fondo que posee la imagen, la gravedad de la enfermedad manifestada, etc.

Finalmente, es posible realizar una comparacion de los resultados obtenidos por
nuestro algoritmo clasificador de hojas de tomate con otros trabajos similares. Por ejemplo,
en el trabajo [10] se usa un SVM multiclase que obtuve una exactitud de 92% para clasificar
hojas de banano en sanas, con Sigatoka Negra o el mal de Panama. Adicionalmente, en [8] se
obtuvo un valor de 88.1% de exactitud para un SVM multiclase de hojas de distintos cultivos.
Mientras que, nuestro algoritmo de clasificacion en dos etapas obtuvo una precision de
aproximadamente 99.3% en la primera etapa y 97.2% en la segunda.






Conclusiones

En este trabajo se han desarrollado dos programas clasificadores de imagenes utilizando
Maquinas de Soporte Vectorial (SVM). Ambos clasifican imagenes de hojas de tomate,
pero mientras que uno usa dos algoritmos SVM binarios, el otro usa un solo algoritmo
SVM multiclase para clasificar hojas de tomate, en saludables o con determinadas
enfermedades. De esta manera se ha cumplido con los objetivos planteados inicialmente
en el trabajo.

Sin duda el principal desafio que se presenté durante el desarrollo del presente trabajo
fue la obtencion de data de calidad. Debido a que no fue posible obtenerla de primera
mano, se dependidé completamente en las bases de datos de terceros que pudieran
encontrarse.

Existen muchos pardmetros que permiten analizar y cuantificar el desempefio de un
algoritmo clasificador. Como ya se ha visto, no siempre lo ideal es interpretar los
resultados hallando el Error o la Exactitud del sistema, pues pueden dar una idea
incompleta de cdmo se comportaria el modelo ante nueva data. Generalmente, un
parametro Util y que utilizard para interpretar nuestros resultados es el valor F;, ya que
da una idea mas precisa del desempeiio del modelo.

La principal razén por la que es importante hacer el analisis e interpretacién de los
resultados obtenidos al aplicar nuestro algoritmo clasificador sobre el test set, es poder
tener una idea de como se desempeiiaria nuestro clasificador ante data inédita. Los
criterios ya vistos le dan una calificacién al clasificador, asi, por ejemplo, el maximo valor
obtenible de F; es 1, y mientras la calificacidn de nuestro clasificador se acerque mas a
este valor, diremos que tiene un mejor desempefio.

La seleccidon de caracteristicas a extraer es un paso muy importante para el correcto
entrenamiento de un clasificador. Es a través de las caracteristicas extraidas que la data
podra ser clasificada en dos o mas clases. Las caracteristicas seleccionadas, de color y
textura, son relevantes para distinguir entre una clase y otra.

Existen métodos manuales con poca precisiéon en el que se basan a estimaciones
subjetivas. La metodologia de procesamiento de imdgenes es muy precisa y rapida,
extrayendo mediciones y data contenida en una imagen y centrandose en el tamafio de
la mancha o drea afectada para dar una rapida respuesta segun lo que se busca, con el fin
de actuar lo mas rapido posible con la eliminacién de la plaga.
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La matriz de confusién es una herramienta muy util capaz de analizar el desempefio del
algoritmo de clasificacion. De acuerdo con la informacidn que provee, es posible obtener
las distintas métricas de desempefio del clasificador. Esto permite al desarrollador
observar deficiencias en la clasificacién que realiza el algoritmo y asi, buscar maneras de
optimizarlo.

Es muy importante distinguir entre los errores de tipo falsos positivos y falsos negativos
al medir la precisidon del algoritmo, por el contrario, se puede llegar a tener graves
problemas econdmicos como la perdida de la produccion parcial o total del tomate al no
detectar la plaga.



Recomendaciones

En el presente trabajo se desarrollaron algoritmos clasificadores de tipo SVM para

clasificar imagenes de hojas de tomate en sanas o con enfermedades. A pesar de que se han

cumplido con los objetivos planteados al inicio del trabajo, alin existen muchas posibilidades

para mejorar el trabajo hecho.

Las siguientes son algunas recomendaciones sobre aspectos a desarrollar en futuros

trabajos que pudieran basarse en este mismo.

1.

Obtener data de primera mano para el entrenamiento, de manera que se puedan controlar
la mayor cantidad de aspectos posibles durante la recoleccién, y garantizar la calidad del
dataset obtenido. Sobre este proceso podemos dar las siguientes recomendaciones:
escoger data que sea representativa de cada clase con la que se va a trabajar, tomar todas
las fotografias de la manera mas homogénea posible (mismo fondo, misma distancia al
objetivo, misma orientacion de las hojas, misma resolucion, etc.), y recolectar cantidad
similares de data en cada clase.

. Implementar una etapa previa a la extraccion de caracteristicas para eliminar el fondo de

las imagenes. Esta etapa deberia tener un algoritmo de reconocimiento de bordes y no
simplemente hacer thresholding automatico, con el fin de lidiar con fondos mas complejos,
como los que pudieran presentarse al tomar una fotografia de una hoja de un arbol.

. Implementar una etapa de segmentacién de imagen, para dividir una muestra de hoja

enferma en dos porciones: afectada por la enfermedad y no afectada. Su propdsito es
analizar solo el segmento afectado y, como resultado, el algoritmo SVM identificard la
enfermedad con mas precision.

. Implementar una etapa que, ademas de segmentar la imagen de la hoja en dos (o mas)

imagenes, sea capaz de identificar automaticamente cudl de los segmentos contiene la
porcién de hoja afectada por una enfermedad. En este trabajo, simplemente se ha logrado
segmentar la imagen en dos, para que el usuario tenga que ingresar manualmente cual de
ambas imdagenes contiene la parte afectada.

. Al segmentar la imagen y reconocer la porcién de la hoja afectada por una enfermedad, es

posible automaticamente calcular el porcentaje de drea de la hoja que se encuentra
enferma.
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6. Cuando se tenga un programa final capaz de clasificar de manera confiable distintas
imagenes de hojas de tomate, seria posible utilizar dicho programa para desarrollar un
aplicacién o plataforma a la que puedan acceder diferentes personas (usuarios finales),
brindando una verdadera utilidad o una solucién a un problema especifico.

7. Si bien el entorno de Matlab resulta de gran utilidad para poder realizar y probar cada
clasificador, este no posee una interfaz amigable para ser utilizado como una herramienta
directa. Se recomienda que, como complemento de este trabajo de investigacidn, se pueda
realizar una interfaz de simple de uso para asi poder brindar una herramienta compacta a
los agricultores interesados en este medio de deteccidn de enfermedades.
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Anexo 1: Gestidn del trabajo de investigacion

Con el fin de cumplir con los objetivos del trabajo en los plazos debidos,

siguiente estructura y cronograma de actividades a realizar.

ha propuesto la

2020 2021
Abril Mayo Junio Enero Febrero
. . i alafeofs|alalo|s|a]|alo|s|a|a]ols|a]a|o]|s
Duracion | Inicio L HHHHE R HERHHE
EIEIE|EIEIE|EIEIEIEISIEIEISIEIEIEIEIEIE
33|18 (8|3|8|3|8|8|3|8|8|8|3|3|8|8|8|3|3
Trabajo de SC:"Clasificacién de hojas de banano con plagas o enfermedades
usando una magquina de soporte vectorial (SVM)" S SBHYEFAD | RN
1. Estudio preliminar 11 2-Apr-20 | 12-Apr-20
Estudio de la problematica y planteo de la justificacion 3 2-Apr-20 | 4-Apr-20
Planteo de los objetivos del proyecto 2 4-Apr-20 | 5-Apr-20
Revisidn de la bibliografia 5 6-Apr-20 | 10-Apr-20
Descripcién del estado del arte 4 9-Apr-20 | 12-Apr-20
Elaboracién del marco teérico 4 9-Apr-20 | 12-Apr-20
2. Aprendizaje de programacion 28 13-Apr-20 | 10-May-20
Aprendizaje del algortimo basico de SVM y multiclase por tutoriales 7 13-Apr-20 | 19-Apr-20
Aprendizaje de métodos de procesamiento de imagenes 7 20-Apr-20 | 26-Apr-20
Aprendizaje de método de segmentacion de imagenes 7 27-Apr-20 | 3-May-20
Aprendizaje de método de extraccion de caracteristicas 7 4-May-20 | 10-May-20
3. Disefio Metodolégico 21 20-Apr-20 | 10-May-20
Eleccion y descripcion de la forma de toma de datos 4 20-Apr-20 | 23-Apr-20
Eleccion y descripcion del disefio del sistema 8 24-Apr-20 | 1-May-20
Eleccion y descripcion de los métodos especificos a usar en cada etapa 9 2-May-20 | 10-May-20
Eleccién y descripcion de la forma de evaluacion del sistema 4 7-May-20 | 10-May-20
4. Desarrollo del proyecto 21 11-May-20 | 31-May-20
Recoleccioén de datos 7 11-May-20 | 17-May-20
Desarrollo de las etapas del algoritmo (seglin metodologia) 10 11-May-20 | 20-May-20
Experimentacion y optimizacién del algoritmo 7 21-May-20 | 27-May-20
Pruebas del algoritmo de clasificacion con data nueva 2 28-May-20 | 29-May-20
Descripcion de la ejecucion de la metodologia seguida b 27-May-20 | 31-May-20
Recoleccion de los resultados obtenidos 2 30-May-20 | 31-May-20
5. Andlisis de los resultados 11 2-Jun-20 | 12-Jun-20
Discusion e interpretacion de resultados 7 2-Jun-20 8-Jun-20
Redaccién de las conclusiones del trabajo 2 9-Jun-20 10-Jun-20
Propuestas a futuro 2 11-Jun-20 | 12-Jun-20
6. Finalizacion del trabajo de SC 0 13-Jun-20 | 13-Jun-20
Tesina: “*Clasificacion de ht_)Jas de tomate con plfagas 5} enf.e'mledades usando 48 2.3an-21 | 18-Feb-21
una maquina de soporte vectorial (SVM)
7. Comienzo del Desarrollo de la tesina 27 5-Jan-21 | 31-Jan-21
Eleccion del enfoque de la tesina 11 5-Jan-21 | 15-Jan-21
Seleccién del titulo de la tesina 2 23-Jan-21 | 24-Jan-21
Determinar los nuevos objetivos 2 27-Jan-21 | 28-Jan-21
Determinar los nuevos puntos a investigar y desarrollar 4 28-Jan-21 | 31-Jan-21
8. Elaboracion de requisitos previos para el desarrollo de la tesina 5 5-Feb-21 | 9-Feb-21
Elaboracion de la solicitud de aprobacion del plan de trabajo 2 5-Feb-21 6-Feb-21
Elaboracion del plan de trabajo de la tesina 4 6-Feb-21 | 9-Feb-21
9. Elaboracion del capitulo sobre la teoria de la planta de tomate 3 10-Feb-21 | 12-Feb-21
Investigacion general de la planta de tomate 3 10-Feb-21 | 12-Feb-21
Investigacion sobre las plagas y enfermedades del tomate 3 10-Feb-21 | 12-Feb-21
10. Nuevo desarrollo del proyecto 4 12-Feb-21 | 15-Feb-21
Recoleccion de data 2 12-Feb-21 | 13-Feb-21
Pruebas del algoritmo de clasificacion con data nueva 1 13-Feb-21 | 13-Feb-21
Descripcién de la ejecucion de la metodologia seguida 3 13-Feb-21 | 15-Feb-21
Recoleccién de los resultados obtenidos 1 15-Feb-21 | 15-Feb-21
11. Analisis de los nuevos resultados 4 15-Feb-21 | 18-Feb-21
Discusion e interpretacion de resultados 2 15-Feb-21 | 16-Feb-21
Redaccién de las conclusiones de la tesina 2 17-Feb-21 | 18-Feb-21
Propuestas a futuro 2 17-Feb-21 | 18-Feb-21
12. Finalizacion y presentacion de la tesina 0 18-Feb-21 | 18-Feb-21
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Anexo 2: Partes del cadigo desarrollado en Matlab

Anexo 2.A: Cadigo para la adquisicion del dataset y divisidn en training set y test set

rootfolder = fullfile('Dataset'); %$Direccidn del folder raiz que contiene
las demés carpetas

categories SVM2 = {'Bacterial Spot', 'Late Blight'}; %Nombres de las
categorias = nombres de las carpetas

dataset =

imageDatastore (fullfile (rootfolder, categories SVM2), 'LabelSource', 'folderna
mes'); %Guarda todas las imégenes en un dataset

countlabels dataset = countEachLabel (dataset); $Crea una tabla con el
numero de imadgenes de cada clase (label)

minCount = min(countlabels dataset{:,2}); %Minimo nimero de imagenes un una
clase

m dataset SVM2 = sum(tableZarray(countlabels dataset(:,2))); 3Numero total
de imégenes del dataset

%% SPLIT DATASET INTO TRAINING SET AND TEST SET

reducedDS = splitEachLabel (dataset, minCount); %Crea un dataset reducido a
"x" im&genes por clase
proportion trainingset
training set
[trainingSet, testSet] = splitEachLabel (dataset, proportion trainingset,
'randomize'); %Crea el training set y el test set

0.80; %Porcentaje del dataset que elegimos como

%0btenemos el numero total de imagenes del training set
countlabels trainset = countEachLabel (trainingSet) ;
m_train SVM2 = sum(tableZarray(countlabels trainset(:,2)));

%0Obtenemos el nUmero total de imégenes del test set
countlabels testset = countEachLabel (testSet) ;
m test SVM2 = sum(tableZarray(countlabels testset(:,2)));

Fuente: Elaboracién propia.
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Anexo 2.B: Codigo para la extraccidn de caracteristicas de imagenes

function Features = ExtractFeatures (img);
$Input: Imagen RGB
%Output: Vector horizontal con las caracteristicas extraidas del input

%% Extract color features
cmap = rgb2hsv(img) ;

H = cmap(:,:,1);

S = cmap(:,:,2);

V = cmap(:,:,3);

Hmean = mean (mean (H) ) ;
Hsd = std2 (H);

Smean = mean (mean(S));
Ssd = std2(S);

Vmean = mean (mean(V)) ;
Vsd = std2 (V) ;

Hmin = min (imhist (H));
Hmax = max (imhist (H));

Smin = min (imhist (S));
Smax = max (imhist (S));

Vmin = min (imhist (V) ) ;
Vmax = max (imhist (V)) ;

%% Extract Texture features
gimg = rgb2gray(img) ;

glcm = graycomatrix (gimg, 'Offset',[2 0; 0 2]);
statsl = graycoprops (glcm, {'contrast', "homogeneity'});
stats?2 graycoprops (glcm, { 'correlation', "energy'});

Contrast = statsl.Contrast;
Homogeneity = statsl.Homogeneity;
Correlation = stats2.Correlation;
Energy = stats2.Energy;

Mean = mean2 (img) ;

Standard Deviation = std2(img);
Entropy = entropy(img) ;

RMS = mean?2 (rms (img)) ;

Variance = mean2 (var (double (img))) ;
a = sum(double (img(:)));
Smoothness = 1-(1/(1+a));
Kurtosis = kurtosis (double (img(:)));
Skewness = skewness (double (img(:)));

%% Features

Features = [1,Hmean, Hsd, Smean, Ssd, Vmean, Vsd, Hmax, Smax, Vmax,
Contrast,Correlation, Energy, Homogeneity, Mean, Standard Deviation, Entropy,
RMS, Variance, Smoothness, Kurtosis, Skewness];

Fuente: Elaboracion propia
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Anexo 2.C: Codigo para entrenar y probar un algoritmo SVM multiclase

clases = unique (Y train); %Crea un array con las clases (ntmeros) pero sin
que se repitan

SVM multiclase = cell (numel (clases),1l); %Crea un array donde iran los
distintos modelos SVM (one vs all)

rng (1) ;

%Rellena el array SVM multiclase con los distintos modelos SVM (one vs all)
correspondientes a cada clase
for k=1:numel (clases)

indx = strcmp (Y train, clases(k)); %Compara las clases del training set
(Y train) con las clases, una a la vez

SVM multiclase{k} = fitcSVM(X train, indx, 'ClassNames',6 [false true],
'Standardize', true,

'KernelFunction', 'rbf', 'BoxConstraint', 1,

'OptimizeHyperparameters', 'auto',...

'HyperparameterOptimizationOptions', struct('AcquisitionFunctionName', ...

'expected-improvement-plus')); %Crea el modelo SVM para cada clase
vs las deméds (one vs all)
end
Scores = zeros(m_test,numel (clases)); %Crea el array donde iran los

puntajes obtenidos con cada modelo SVM

%Rellena el array Scores con los puntajes de cada observacidén del test set
obtenidos con los distintos modelos SVM
for k=l:numel (clases)

[~,score] = predict(SVM multiclase{k},X test);
Scores(:,k) = score(:,2);
end
[~,Y pred] = max(Scores, [],2); %Le pasa a Y pred el modelo SVM con el que

se obtuvo el maximo puntaje
%Y pred contiene las predicciones hechas por nuestro SVM para cada elemento
del test set

Fuente: Elaboracion propia
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Anexo 2.D: Cédigo para entrenar y probar un algoritmo SVM binario o de dos clases

clases = unique (Y train);

SVM binario = fitcSVM(X train, Y train, 'Standardize’,

'KernelFunction', 'rbf', 'BoxConstraint', 1,
'OptimizeHyperparameters', 'auto',...

true,

'HyperparameterOptimizationOptions',struct ('AcquisitionFunctionName',
'expected-improvement-plus'));

Y pred = predict(SVM binario, X test);

Fuente: Elaboracion propia
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Anexo 2.E: Cédigo para obtener las métricas de desempeiio del algoritmo clasificador
multiclase

confMat SVM1l = confusionmat (Y test, str2double(Y pred)); %Crea matriz de
confusidén (MDC) con las clases reales y las predichas

confMat recall = bsxfun(@rdivide, confMat SVM1l, sum(confMat SVM1, 2));
%$Divide cada fila de la MDC entre la suma de la fila

confMat precision = bsxfun(@rdivide, confMat SVMl, sum(confMat SVM1, 1));
%$Divide cada columna de la MDC entre la suma de la columna

PM = []; %array de métricas de rendimiento (Performance Metrics, PM)
PM(:,1)= clases SVMl; %Primera columna del array son las clases (en
numeros)

for a=l:numel (clases SVMI1)

PM(a,2) = confMat precision(a,a); %Segunda columna del array son las
precisiones

PM(a,3) = confMat recall(a,a); %Tercera columna del array son las
sensibilidades

PM(a,4) = (2*PM(a,2)*PM(a,3))/ (PM(a,2)+PM(a,3)); %Cuarta columna del
array son los Fl-score

PM(a,5) = sum(confMat SVMI (a,:)); %Quinta columna del array son las
cantidades de observaciones

end

$Calculo de métricas promedio o globales

avg_recall SVM1 = mean(diag(confMat recall));

avg_precision SVMl = mean(diag(confMat precision));

avg F1 SVMl = mean (PM(:,4));

glob accuracy SVMl = sum(diag(confMat SVM1))/sum(sum(confMat SVM1,2));
glob error SVMl = 1l-glob_accuracy SVM1;

%Crea y muestra una tabla a partir del array PM

PerformanceMetrics SVMl =

array2table (PM, 'VariableNames', { 'Clases', 'Precision’', 'Sensibilidad', 'F1','0
bserv'})

$Muestra las métricas de rendimiento promedio o globales
fprintf ('Precision promedio: $1.3f\n', avg precision SVMI1);
fprintf ('Sensibilidad promedio: %1.3f\n", avg_recall SVM1);
fprintf ('F1 promedio: %1.3f\n', avg F1 SVMI);

fprintf ('Exactitud: %1.3f\n', glob_accuracy SVMl);

fprintf ('Error: %1.3f\n', glob_error SVM1) ;

Fuente: Elaboracion propia





